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Abstract 

IoT systems operate in a traditional cloud-connected architecture. The data generated on IoT devices is transferred to the cloud, stored there, 

and then processed, trying to extract meaningful information. However, in this preferred structure, the disadvantages of being constantly 

dependent on the cloud are quite high.  While transferring each piece of information raw to the cloud increases network traffic, it requires high 
hardware power to process data only at the cloud layer. UBISOKKAT (Anomaly Diagnosis Using Automatic Encoder in Edge Computing 

Systems) system has emerged as a solution to the problems mentioned above. The UBISOKKAT system acts as an intermediate layer  between 

IoT systems and cloud systems. Every data generated at IoT points is first sent to the UBISOKKAT system in the middle layer, where it is 

transmitted to the cloud layer. The machine learning model is then placed in the cloud tier and begins to train itself using the data it receives from 
the middleware. The outputs of the model whose training process is completed are sent to the UBISOKKAT system and the automatic encoder 

is run in the middleware software, not in the cloud. The biggest advantage of this is that in real-time systems, data is not sent to the cloud but 

analyzed at local points, reducing network traffic and reducing latency. At the same time, since not every data is analyzed in the cloud, it is 

analyzed at local points, reducing the need for the cloud, reducing high costs and increasing the viability of the system. In this study, an automatic 
encoder model was operated in the last layer and it was seen that the UBISOKKAT system could diagnose anomalies at the extreme points based 

on the data obtained from the single-phase electric motor. 
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1. Giriş 

Endüstri 4.0 ile hayatımıza giren Nesnelerin İnterneti (IoT), elektronik cihazların çeşitli sensor ve donanımlarla çevresel 

durumları algılayabildiği ve aralarında haberleşerek veri üretebilen aygıtlar topluluğudur [1]. Bulut bilişim, sistemin geçmiş 

verilerinin izlenmesine ve depolanmasına ve uç cihazlara kıyasla daha yüksek bilgi işlem gücü gerektiren karmaşık işlemlerin 

gerçekleştirilmesine yardımcı olur [2]. Bununla birlikte, merkezi bir IoT veri analizi yaklaşımı, özellikle bu mevcut bulut bilişim 

çağında en iyi ve en uygun çözüm olmayabilir [3]. Uç sistemler, Endüstri 4.0'ın gelişimini büyük ölçüde destekleyen IIoT 

uygulamaları için gerçek zamanlı, esnek ve hızlı karar vermeyi sağlayan güçlü hesaplama kaynakları sağlamaktadır [4]. Geleneksel 

bulut tabanlı Nesnelerin İnterneti (IoT) mimarisi tasarımında, tüm veriler buluta gönderilerek öngörülemeyen gecikmeler, gizlilik 

endişeleri ve gerçek zamanlı olmayan özellikleri ortaya çıkarmaktadır. IoT sistemlerinde, ağ uç cihazlarının (ağ geçitleri, düğümler, 

vb.), anormallik tespiti gibi bazı amaçlar için verileri yeterince işleyecek kadar akıllı hale getirilmesi durumunda, bilgi işlemin 

daha gerçek zamanlı ve verimli olabileceği sıklıkla bulunur [5]. IoT alanında tahmin, sınıflandırma ve anormallik tespiti için derin 

öğrenme algoritmalarının uygulanması, teknolojinin durumunu iyileştirmektedir [3]. Arızalardan önce gelebilecek erken 

anormallikler tespit edilebilir ve aralıklarla önleyici bakım, ani arızaları önleyebilir ve bu IoT cihazlarının bazılarının kullanım 

ömrünün uzamasına yardımcı olarak operasyonel maliyetlerden tasarruf sağlanmasına yardımcı omaktadır [6]. Son zamanlarda, 

elektrikli makinelerin arıza teşhisi konusundaki araştırmaları hararetli bir şekilde hız kazandı. Motorda kullanılan arıza tespit 

metotları hız, tork, gürültü, titreşim vb. gibi diğer sinyallerin frekans içerikleri ile yapılmaktadır [7]. 

Baghbanpourasl ve ark. yaptıkları modele dayalı bir makine öğrenimi yöntemi kullanarak tamamen veriye dayalı anormallik 

algılama çalışmasının erken aşamalarında arıza tespitini amaçlamışlardır. Hatta bağlanan 4 farklı sıcaklık sensöründen elde edilen 

veriler kullanılarak makine öğrenme modeli eğitilmiştir. Çalışma sonuçlarına göre veri setindeki tüm arızalı cihazları tespit edebilir 

ve ölçüm süresini en az %43 oranında azalttığı bulgusuna rastlanmıştır [8]. 
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Adkisson ve ark. akıllı tarım ekosisteminde konuşlandırılmış farklı sensörlerin anormal davranışlarını tespit etmeye ile ilgili 

yaptıkları çalışmada, denetimsiz bir Otomatik Kodlayıcı makine öğrenimi modeli kullanan Akıllı Tarım için bir anormallik 

algılama modelini benimsemişlerdir. Model, veri seti sera test yatağından toplanan veriler üzerinde eğitilmiş ve test edilmiştir. 

Önerilen yaklaşımla, bir makine öğrenme modeli kullanılarak akıllı tarım anormallik tespitinin son derece hassas bir düzeyde 

yapılabileceği savunulmuştur [9]. 

Park ve ark. anormallik tespiti için uygun maliyetli bir model tasarlamak için yaptıkları çalışmada, beş anomali tespit mimarisini 

ampirik olarak karşılaştırılmıştır. Bu mimariler, doğrusal veya doğrusal olmayan özellik toplamayı benimsemektedir. Ayrıca, 

bunlar ya darboğazlı ya da darboğazsız (sıkıştırmasız) yapılar olarak seçilerek oluşturulmuştur. Her çalışma makine öğrenme 

modellerinden hem yarı denetimli hem de denetimsiz öğrenme biçimini içerir. Çalışma sonuçlara bakıldığında, doğrusal özellik 

toplama, doğrusal olmayan duruma göre daha iyi performans göstermektedir. Darboğazlı ve darboğazlı olmayan yapıların bir 

karşılaştırmasında, darboğazlı olmayan yapı, daha düşük hesaplama maliyeti ve daha kısa zaman tüketimi avantajını 

göstermektedir [10]. 

Njilla ve ark. yaptıkları çalışma sensör veri kümelerinin yüksek boyutluluğunu etkin bir şekilde ele alırken, normal çalışma 

koşullarını öğrenirken otomatik kodlayıcılar gibi makine öğrenimi tekniklerinin kullanımıyla ilgilidir. İçlerinde anormallikler 

olması gerekmeyen çeşitli IoT veri kümeleri olarak, içlerinde doğrulanmış anormallikler içeren her iki veri kümesi üzerinde 

gerçekleştirilmiştir. Eğitim seti, ağdaki cihazların normal çalışmasını içeren koşullardan oluşmuştur. Otomatik kodlayıcı modeli 

eğitildikten sonra, test verileri daha sonra otomatik kodlayıcıda girdi olarak kullanılmış ve eşik üzerinde yeniden oluşturma kaybı 

olan herhangi bir gözlem olası bir anormallik olarak tanımlanmıştır. Yeniden oluşturma kaybının sonuçlarına dayanarak, otomatik 

kodlayıcılar, çok değişkenli istatistiksel analize benzer bir şekilde çıkarılan verilerin en önemli özellikleriyle, girdi verilerinin daha 

düşük boyutlu bir temsilini oluşturabilir [11]. 

Bu çalışma IoT sistem tasarımında arıza tespiti için optimum çözümler sağlaması amacıyla makine öğrenme modelinin sınır 

bilişim katmanında çalıştırılmasını benimsemiştir. Sistem tek fazlı elektrik motoruna bağlı titreşim sensörlerinden elde edilen 

veriler üzerinden makine öğrenimi yardımıyla elektrik motorunda gerçekleşen anormalliklerin tespitini amaçlanmaktadır. Bunun 

neticesinde uç cihazlarda anormallik teşhisi yapılırken bu süreçte bulut sistemlerine duyulan donanım ihtiyacını ortadan kaldırır 

ve maliyeti düşürür. UBİSOKKAT’ın (Uç Bilgi İşlem Sistemlerinde Otomatik Kodlayıcı Kullanarak Anomali Teşhisi) sağladığı 

avantajlar ile yeni geliştirilecek yazılım, donanım ve sistemler için etkin ve güvenilir haberleşme teknolojilerinin geliştirilmesinde 

özgün, yeni altyapılar oluşturarak sistemler için ekonomik ve hızlı çözümler getirmesi hedeflenmektedir. 

2. Materyal ve Metot 

Bu kısımda önerilen yaklaşımda kullanılacak olan sistemler hakkında yöntemin daha iyi anlaşılması için kavrayıcı bilgi 

verilecektir.   

2.1. Nesnelerin İnterneti 

Endüstri 4.0 ile hayatımıza giren Nesnelerin İnterneti (IoT), elektronik cihazların çeşitli sensörler ve donanımlar ile çevresel 

durumları tespit edebildiği, çeşitli türde analog, dijital sensörlerin birbirleriyle etkileşerek veri üretebilen cihazlar topluluğudur. 

Adının önünde akıllı bir isim bulunan her sistem, temel olarak Nesnelerin İnterneti (IoT) ekosisteminde yer almaktadır [12]. 

 

Şekil 1. Nesnelerin interneti. 

2.2. AC Motor 

Bir elektromanyetik indüksiyon fenomeni kullanarak alternatif akımı mekanik güce dönüştüren motora AC motor denir. Bu 

motor alternatif bir akımla çalıştırılır. Stator ve rotor, AC motorların en önemli iki parçasıdır. Stator, motorun sabit kısmıdır ve 

rotor, motorun dönen kısmıdır. AC motor tek fazlı veya üç fazlı olabilir. Üç fazlı AC motorlar, endüstride çoğunlukla elektrikten 
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mekanik güce toplu güç dönüşümü için uygulanır. Küçük güç dönüşümü için çoğunlukla tek fazlı AC motorlar kullanılır. Tek fazlı 

AC motorun boyutu neredeyse küçüktür ve ev, ofis, iş kaygıları, fabrikalar vb. alanlarda çeşitli hizmetler sunar [13]. 

 

Şekil 2. AC motor. 

2.3. Raspberry Pi 

Raspberry Pi işletim sistemi Linux olan üzerinde mikroişlemci(ler), bellek, giriş/çıkış (G/Ç) ve işlevsel bir bilgisayar için 

gereken diğer özelliklere sahip tek bir devre kartı üzerine kurulmuş bilgisayardır [14]. Raspberry Pi 3 B+ kart üzerinde 1.4GHz'de 

çalışan, 4 çekirdekli 64-bit bir işlemci bulunur. Bu modelde 4.1 olan bluetooth desteği 4.2’ye çıkarılmıştır. Çift-Band 2.4GHz ve 

5GHz kablosuz yerel ağ bağlantısına sahiptir. Ağ bağlantılarına önem veren bu model daha hızlı bir internete sahiptir. WI-FI ve 

PoE gibi konuların üzerinde duran model, PoE desteği ile artık adaptör olmadan Ethernet hattından hem data hem güç bağlantısı 

yapmaktadır[15]. 

 

Şekil 3. Raspberry Pi. 

2.4.  STM32F030 

Raspberry Pi bir donanım analogdan dijitale dönüştürücü içermez, bu nedenle harici ADC STM32F030 sürekli değişen analog 

sinyalleri ayrık zamanlı dijital sinyallere dönüştürmede kullanılır [16].  

 Çalışma Besleme Gerilimi 3.3V 

 ADC Çözünürlüğü 12 bit 

 Maksimum Saat Frekansı 48 MHz 

 

Şekil 4. STM32F030 
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2.5. Analog Piezoelektrik Seramik Titreşim Sensörü 

Titreşim sensörü, piezoelektrik seramik çip analog titreşimine dayanmaktadır. Piezoelektrik seramik, titreşiminin elektrik 

sinyallerini üreteceği anti-dönüşüm sürecini kullanır. Piezoelektrik seramik çip titreştiğinde, sensörün sinyal terminali elektrik 

sinyalleri üretir [17]. 

 

Şekil 5. Titreşim sensörü. 

2.6. Bulut Bilişim 

Bulut bilişim, daha hızlı yenilik, esnek kaynaklar ve ölçek ekonomileri sunmak için sunucular, depolama, veritabanları, ağ 

iletişimi, yazılım, analitik ve zeka dahil olmak üzere bilgi işlem hizmetlerinin İnternet üzerinden sunulmasıdır. Bulut kaynakları 

internet üzerinden, gelen veya giden istek üzerine kullandıkça ödeme fiyatlandırmasıyla sunulmaktadır [18]. 

 

Şekil 6. Bulut bilişim. 

2.7. Uç Bilişim 

Uç (sınır) bilişim mimarisi, verilerin buluttan uzak noktalarında işlendiği veya kullanıldığı her yerde uç bilgi işlemde etkin olan 

tüm bileşenleri (tüm cihazlar, sensörler, sunucular, bulutlar vb.) kapsayan dağıtılmış bir bilgi işlem mimarisidir. Bir sistemin 

verilerine veya son kullanıcısına en yakın konumda, yani bilginin geldiği veya gittiği yerde yapılan hesaplamayı ifade eder. Kenar 

mimarisi, gecikmeyi ve gecikmeyi azaltarak işlemenin daha hızlı gerçekleşmesini sağlar. Uçta çalışan uygulamalar ve programlar 

daha hızlı ve verimli çalışarak daha iyi bir kullanıcı deneyimi ve daha iyi genel performans sağlar [19]. 

 

Şekil 7. Uç bilişim. 

2.8. Makine Öğrenimi Modeli – Otomatik Kodlayıcı Sinir Ağı 

Bir otomatik kodlayıcı, birkaç düğüm katmanından oluşur. İlk birkaç katman düğüm boyutunda küçülür (kodlayıcı) ve ikinci 

katman kümesi düğüm boyutunda artar (kod çözücü). Bir otomatik kodlayıcının arkasındaki temel fikir, giriş katmanında kendisine 

verileni yeniden oluşturmaya çalışmasıdır. Otomatik kodlayıcının ne kadar iyi performans gösterdiğini, girdi değerleri ile tahmin 

edilen (çıkış) değerler arasındaki ortalama karesel hatayı (MSE) hesaplayarak ölçülür [20]. 
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Şekil 8. Otomatik kodlayıcı sinir ağı. 

2.9. Colab 

Colab, yapay zekâ ve derin öğrenme projeleri üzerinde çalışanlar için etkileşimli, tamamen bulut tabanlı, kullanımı kolay ve 

ortak çalışmaya dayalı bir programlama ortamıdır [21]. 

 

Şekil 9. Colab. 

2.10. Keras 

Keras, Python ile yazılmış, makine öğrenimi platformu TensorFlow üzerinde çalışan bir derin öğrenme uygulamasıdır. Hızlı 

denemeyi mümkün kılmaya odaklanılarak geliştirilmiştir. Fikirden sonuca mümkün olduğunca hızlı gidebilmek, iyi araştırma 

yapmanın anahtarıdır [22]. 

 

Şekil 10. Keras. 

2.11. Tensorflow 

TensorFlow, makine öğrenimini ve sinir ağlarını geliştirmeyi daha hızlı ve daha kolay hale getiren sayısal hesaplama için 

Python dostu bir açık kaynak kitaplığıdır. Araştırmacıların makine öğrenimi alanındaki en son teknolojiyi kullanmalarına ve 

geliştiricilerin makine öğrenimi destekli uygulamaları kolayca oluşturup dağıtmalarına olanak tanıyan kapsamlı, esnek bir araç, 

kitaplık ve topluluk kaynakları ekosistemine sahiptir [23]. 

 

Şekil 11. Tensorflow. 

2.12. Anomali Teşhisi 

Anomali Teşhisi, belirli bir veri kümesindeki aykırı değerleri bulma işlemidir. Aykırı değerler, veri kümesindeki diğer nesneler 

arasında öne çıkan ve bir veri kümesindeki normal davranışa uymayan veri nesneleridir. Anomali algılama, sınıflandırma, 

regresyon ve kümeleme gibi birden çok veri bilimi görevini birleştiren bir veri bilimi uygulamasıdır. Tahmin edilecek hedef 

değişken, bir işlemin aykırı değer olup olmadığıdır. Kümeleme görevleri aykırı değerleri bir küme olarak tanımladığından, anomali 

algılama görevlerinde mesafe tabanlı ve yoğunluk tabanlı kümeleme teknikleri kullanılabilir [24]. 

 

Şekil 12. Anomali teşhisi. 
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3. Yöntem 

Bu kısımda önerilen yaklaşımının çalışma prensibi anlatılacaktır. 

3.1. Sistem Tasarımı 

Bu çalışma araştırma sonuçlarına ve mevcut literatürlere atıfta bulunarak, bulut sunucuları kullanılarak gerçekleştirilen anomali 

teşhis yapılarını değiştirilerek, yenilikçi bir altyapı olan sınır bilişim üniteleri üzerinden gerçek zamanlı meydana gelen anomali 

teşhisi hedeflenmiştir. Sistemde kullanılan veriseti örnekleri tek fazlı elektrik motoruna sahip bir buzdolabına aittir. Elektrik 

motorunda arıza tespiti için çok farklı metotlar ve kullanılan yöntemler vardır. İncelenen literatür araştırmalarında motor arızalar 

için sıklıkla titreşim, akım ve sıcaklık verilerinden faydalanılmıştır. Bundan yola çıkarak bu çalışmada titreşim veri baz alınacaktır. 

Şekil 13 yer alan iş akış şemasına göre, elektrik motoruna piezo titreşim sensörü bağlanmıştır. Sensörden alınan titreşim sinyalleri 

STM32F030 ADC entegresi kullanılarak Raspberry pi üzerinden okunması sağlanmıştır. Toplanan veriler zaman serilerine bağlı 

olup 12 bitlik ADC ile 0-4096 arası örneklendirilmiştir. Uç katman toplanan veriler makine öğrenme modelinin eğitilebilmesi 

amacıyla Wi-Fi üzerinden bulut katmanına aktarılmıştır. Aktarılan verililerin 20% test kalan %80 ise eğitim verisi olarak 

veritabanında depolanır istenilen büyüklükte veri kümesi elde edildikten sonra bulut katmanında sağlanan makine öğrenim 

ortamındaki model çalıştırılmıştır. Geliştirilen otomatik kodlayıcı, birkaç düğüm katmanından oluşmaktadır. İlk birkaç katman 

düğüm boyutunda küçülür buna kodlayıcı, ikinci katman kümesi düğüm boyutunda artar buna da kod çözücü denir. Bir otomatik 

kodlayıcının arkasındaki temel fikir, giriş katmanında kendisine verileni yeniden oluşturmaya çalışmasıdır. Otomatik kodlayıcının 

ne kadar iyi performans gösterdiğini, girdi değerleri ile tahmin edilen çıkış değerleri arasındaki ortalama karesel hata (MSE) ile 

hesaplanmıştır. Anormallik tespiti için bir otomatik kodlayıcı kullanmak için, otomatik kodlayıcıyı yalnızca normal örnekler 

üzerinde eğitiriz. Doğru yapılırsa, otomatik kodlayıcının giriş medyan mutlak sapma (MAD) değerleriyle aynı MAD değerlerini 

yeniden üretmek için gerekli olan ilişkileri ve özellikleri anlayabilmesi gerektiğinden, herhangi bir yeni normal numune için MSE 

düşük olmalıdır. Ancak, anormal MAD değerleri verilirse, otomatik kodlayıcı aynı değerleri yeniden üretmek için çalıştırılacak ve 

bu da giriş ve çıkış arasında daha yüksek bir MSE ile sonuç alınacaktır. Otomatik kodlayıcının eğitimi tamamlandıktan sonra 

modele ait ağırlıklar veritabanında saklanan 20%lik veri seti ile çalıştırılır başarı eşiğini sağlayıp sağlamadığı kontrol edilmektedir.  

 

Şekil 13. İş akış şeması. 

Şayet model başarı eşiğini aşamaz ise toplanan yeni veriler ile tekrar model eğitilir. Bu süreç modelin başarı eşiğini aşana kadar 

kısır bir döngüde devam eder. Model istenilen başarı eşiğini aşarsa modele ait ağırlıklar bulut katmanından uç katmanına iletilir. 

Aktarılan model uç katmanda bulunan Raspberry Pi üzerinde çalıştırılmaya başlanır bu süreçte modelin bulut katmanına olan 

ihtiyacı kesilerek sadece uç katmanda çalıştırılması sağlanır. Uç noktalarda çalışan makine öğrenim modeli motordan aldığı 

titreşim sinyalleri üzerinden sonuç üretir. Sonuç 0 ise motordan gelen titreşim normal olarak kabul edilir fakat motorda meydana 

gelen herhangi bir arıza sonucunda titreşim sinyali değişir. Bu sinyal uç katmanda algılanır ve sonuç 1 olarak döndürür. Anormal 

veri algılanırsa sistem bir çıktı üretir ve bunu uyarı olarak kullanıcıyı bildirir. Aynı zamanda oluşan anormal veriler daha sonraki 

model eğitiminde kullanılmak üzere bulut katmanında bulunan veritabanına aktarılır.  
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Şekil 14. Sistem tasarımı. 

4. Bulgular 

Yapılan çalışmada tek fazlı elektrik motorunun titreşim ölçümü tek eksende yapılmıştır. Zaman serilerine bağlı toplamda 

153000 adet örnek toplanmıştır. Toplanan bu örneklerin 20% test (30599 adet), kalan 80% eğitim (122401) verisi olarak ayrılmıştır. 

 

Şekil 15. Tek fazlı motora ait titreşim grafiği. 

Sensörden elde edilen değerlerin grafikte düzgün görüntülenebilmesi ve modelin iyi yorumlayabilmesi amacıyla 200% sabitiyle 

oranlama yapılmıştır. Bu oran neticesinde Şekil 15’te yer alan titreşim grafiğe bakıldığında değerler 8 ile -8 arağında olduğu 

anlaşılmaktadır. İki katmanlı olarak tasarlanan otomatik kodlayıcı totalde 612007 adet parametre ile eğitilmeye başlanmıştır. 

 

Şekil 16. Model katmanı. 

10 adım şeklinde eğitim başlatılmış olup her bir eğitim dizisinin uzunluğu ise 3825 elemandan oluşmaktadır. 
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Şekil 17. Model eğitimi. 

Modele ait doygunluk grafiği şekil 18’de verilmiştir. Grafik yorumlandığında model doygunluğa ulaşmadığı yani yeterli 

derecede veriler üzerinden kendini eğitmediği sonucu çıkmaktadır. Modelin istenilen doygunluğa ulaşması için adım sayısı 

yükseltilmeli ve katman sayısı arttırılmalıdır. Katman sayısını arttırmak modelin bir adımda bulundurduğu dizi sayısını kısaltmak 

anlamına gelmektedir. Böylelikle modelin öğrenme başarısı artış gösterecektir. 

 

Şekil 18. Model doygunluğu. 

Model ağırlığı test veri kümesi ile test edilmiştir. Çıkan sonuçlar şekil 19 da yer verilmiştir. Grafik yorumlandığında koyu mavi 

ile gösterilen çizgiler test verisini içermektedir. Açık mavi ile taratılan alan modelin %15 kadar hata toleransı katmıştır bunun 

yapılmasındaki neden modelin başarısını yükseltecek bir filtreleme aralığı elde etmektir. Kırmızı çizgi ise titreşim verilerinde 

algılanan anormallikleri temsil eder. Bakılan aralıkta 12:00’de bir adet anormallik tespit edilmiştir.  

 

Şekil 19. Model sonucu. 

5. Tartışma 

Elde edilen deneysel veriler ve tasarım sırasında oluşacak muhtemel problemlerin çözümüne ait detaylı raporlama yapılarak 

akademik ve ticari projelere referans olması amaçlanmaktadır. Uç bilişim yeni bir teknoloji değildir lakin bu konuda Türkiye’deki 

kaynaklar referans alındığında kullanımı henüz yaygınlaşmamıştır. Bu bağlamda UBISOKKAT çalışması yurtiçinde muadil 

projelere benzememekte olup yeni araştırmalar yapılmasına öncü olmayı hedeflemektedir. Ayrıca sağlık, eğitim, ulaşım, savunma, 

endüstri, elektronik gibi alanlarda Ar-Ge bazlı veya ticari asıllı projeler başlatma potansiyeli oldukça fazladır. Nesnelerin İnterneti 

(IoT) görevlerinin esnasında oluşan donanım ihtiyacı gibi yatırım harcamalarını (CAPEX) ve operasyonel giderleri (OPEX) 

maliyetini düşürme çabası içindedir. 

6. Sonuç 

“Uç Bilgi İşlem Sistemlerinde Otomatik Kodlayıcı Kullanarak Anomali Teşhisi” çalışmasının sonuçları gösteriyor ki; Otomatik 

Kodlayıcılar kullanılarak elektrik motorlarından elde edlien verisetleriyle anormallik tespiti yapmak mümkün hale gelmektedir. 
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Makine öğrenme modellerinin uç katmanda çalıştırılması bulut sistemleri kullanmanın maliyetini düşürerek, uygun maliyetli arıza 

tespit sistemlerinin geliştirilmesine olanak sağlayacaktır. Ayrıca sistemin farklı arıza senaryolarında ve motor tiplerinde testleri 

devam etmektedir. Çalışmaların tamamlanmasından sonra beklenen kazanımlar şunlardır; 

• UBISOKKAT (Uç Bilgi İşlem Sistemlerinde Otomatik Kodlayıcı Kullanarak Anomali Teşhisi) sistemi arıza senaryolarına 

uyarlanabilecek çok yönlü bir proje olma niteliği taşımaktadır.  

• Nesnelerin İnterneti (IoT) platformuna dahil edilen sistemler hakkında daha fazla bilgi edinilmesine katkı sunacaktır. 

• Nesnelerin İnterneti platformunda çalışan her sistemin verimli çalışabilmesi sağlanırken beklenmeyen arızaların önüne 

geçilecektir.  

• Bulut sistemlerine duyulan ihtiyaçlar azalacak IoT arıza teşhis daha uygun maliyetli tasarlanmasına katkı sağlayacaktır. 

• Gerçek zamanlı uygulamalarda arızanın bulut mimarisine oranla daha hızlı tespit edilmesine imkânı sunacaktır. 

• Veri kirliliğinin önüne geçilerek sadece işe yarayacak veriler depo edilecektir. Bu sayede büyük veri sorununa da çözüm 

sunacaktır  

• Makine öğrenme modellerinin artık uç sistemlerde çalıştırılabilmesi için teknolojik gelişmelere rehberlik edecektir. 
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