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Epileptik Nobet Tespiti Icin Destek Regresyon Temelli Yeni Bir
Siniflandirma Yaklasimi

A New Classification Approach Based On Support Vector Regression
For Epileptic Seizure Detection
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Grafik Ozet (Graphical Abstract)

Oznitelikleri ¢ikarilan veri seti icin uygun cekirdek fonksiyonu belirlenmektedir. Iki asamali siniflandirmanin ilk
asamasinda smiflandirma skorlar elde edilir ve ikinci asamada simflandirma kuralr olusturulmaktadir. /The
appropriate kernel function is determined for the data set whose features are extracted. In the first step of the two-
stage classification, classification scores are obtained, and in the second step, the classification rule is created
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Bu ¢alisma dogrusal olmayan simiflandirma problemleri i¢in yeni bir siniflandirma algoritmast onermektedir. | This
study proposes a new classification algorithm for nonlinear classification problems.
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Onerilen yontem ile, EEG veri setinde yer alan gruplarin yiiksek oranda dogru siniflandirmasi gergeklestirilmistir. |
With the proposed method, a highly accurate classification of the groups in the EEG data set was achieved.
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Onerilen yontem ¢ok gruplu ve dogrusal olmayan simiflandirma problemleri icin alternatif bir yaklasimdir. | The
proposed method is an alternative approach for multigroup and nonlinear classification problems
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Epileptik Nobet Tespiti I¢in Destek Regresyon Temelli
Yeni Bir Smiflandirma Yaklagimi

Arastirma Makalesi / Research Article
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(074
Siniflandirma problemi arastirmacilar tarafindan uzun zamandir incelenen bir konu olmasmma ragmen giincelligini hala
korumaktadir. Ozellikle gériintii isleme ve hastalik tanisinin belirlenmesi problemleri giincel uygulama alanlarindan bazilardir. Bu
caligma destek vektor regresyon ve matematiksel programlamaya dayali yeni bir veri siiflandirma yéntemi sunmaktadir. Onerilen
yontem iki asamali hibrit bir yapidan olusmaktadir. Ik asamada, destek vektdr regresyon denklemi ile her bir birim icin
siniflandirma skoru elde edilirken ikinci asamada ise birimlerin smiflandirma skorlar1 kullanilarak bir matematiksel model
yardimiyla smiflandirma kurali olusturulur ve birimlerin siniflandirilmas: saglanir. Onerilen yontem geleneksel yontemlere
alternatif bir yenilik sunmaktadir. Geleneksel matematiksel programlamaya dayali yontemler siniflar1 dogrusal bir fonksiyon ile
ayirir. Bu durum ise matematiksel programlamaya dayal algoritmalarmin kullanimim kisitlar. Onerilen yontem, dogrusal veya
dogrusal ayrilamayan veri yapilarinin tamaminda kullanilabilir olmasinin yani sira ikiden fazla grup sayismin oldugu problem
tiirlerine de kolaylikla doniistiiriilebilmektedir. Model dnce simiilasyon ile irdelenmis sonrasinda Elektroensefalograf (EEG)

sinyallerinin siiflandirilmasi probleminde uygulanmis ve siiflandirma performansi mevcut yontemlerle karsilagtirilmistir. Elde
edilen sonuglar tablolarda verilmis ve 6nerilen modelin mevcut algoritmalara alternatif olabilecegini gosterilmistir.

Anahtar Kelimeler: Destek vektor makineleri, destek vektoe regresyon, siniflandirma, bonn veri seti.

A New Classification Approach Based On Support
Vector Regression For Epileptic Seizure Detection

ABSTRACT

Although the classification problem is a subject that has been studied by researchers for a long time, it is still up-to-date. Especially
the problems that image processing and diagnosis of disease are some of the most current application topics. This study presents a
new data classification method based on support vector regression and mathematical programming. The proposed method consists
of a two-stage hybrid structure. In the first step, the classification score is obtained for each unit with the support vector regression
equation. In the second stage, using the classification scores of the units, a classification rule is created with the help of a
mathematical model and the classification of the units is provided. The proposed method offers an alternative innovation to
traditional methods. Methods based on traditional mathematical programming separate classes with a linear function. This situation
limits the use of algorithms based on mathematical programming. The proposed method can be used in all linear or non-linearly
separable data structures, as well as easily transforming into problem types with more than two groups. The model is first examined
with simulation and then applied to the classification problem of Electroencephalograph (EEG) signals and the classification
performance was compared with existing methods. The results obtained are given in the tables and it is shown that the proposed
model can be an alternative to the existing algorithms

Keywords: Support vector machines, support vector regression, classification, bonn dataset.

1. GIRiS (INTRODUCTION) EEG, beyindeki elektriksel dalgalanmalarin cihaz
Epilepsi, beyin fonksiyon bozukluguna sebep olan yardimiyla Olgiilmesini saglayan bir aragtir. EEG ile

nérolojik bir hastaliktir. Diinya Saglik Orgiitii'ne gore ~ epileptik  ndbetlerin - dzellikleri incelenip, nGbetler
diinya ¢apinda elli milyon epilepsi hastasi vardir [1]. hakkinda fizyolojik sinyallerin saglamadigi bilgilere

Epilepsi hastaliginda néronlarda ani ve kontrolsiz ~ Crisilebilir [3] _ EEG, serebral k'orte?kste néroplar
bosalmalar meydana gelir. Bunun sonucunda biling veya tarfl.flpde.m [retilen  spontane,  ritmik  potansiyel
sezgi kaybi ve diger baz1 bilissel bozukluklar meydana ~ degisiklikleri  kaydeder  [4,5]. EEG’ ep"?pt'.k

bozukluklarin tanisinda, nébetlerin kalitatif

gelir [2]. Nobetlerin belirsiz zamanlarda olusmasi,
epileptik hastalarda ndbet sirasinda diisme, bogulma gibi
Olime veya ciddi yaralanmalara sebep olabilir. Nobet
zamaninin tanmmast ve miidahale epilepsi hastalarinin

lokalizasyonunda, durum tipinin belirlenmesinde ve
tedavinin etkinliginin izlenmesinde yeri doldurulamaz
bir rol oynar [6].

yasayacagi riskli durumlarini azaltabilir.

*Sorumlu yazar (Corresponding Author)
e-posta : esrakinaci@gazi.edu.tr

EEG veri toplama siireci uzun ve yiiksek maliyetlidir.
Ayni bireyden biiytik miktarda veri elde etmek zordur, bu
nedenle genellikle kiigiik 6rnek veriler elde edilir. EEG
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sinyalinin duragan olmayan yapist ve denekler arasindaki
bireysel degiskenlik, diger deneklerden alinan verilerin
dogrudan kullanilmasini imkansiz hale getirir [7].
Epileptik hastalarla ¢aligmanin zorlugu ve ndbet uyarisi
olmamasi nedeniyle Orneklem hacmi genellikle
kiigtiktiir. Mevcut epilepsi teshisi, EEG sinyalini analiz
eden ve hastanin anormal desarjlar ve ndbetler yasayip
yasamadigim1  belirlemek  i¢in  bunu  hastanin
konviilsiyonlart ile birlestiren doktorlar tarafindan konur.
Ancak bu yontem sadece zaman alict olmayip aym
zamanda hekimin asirt subjektifligi nedeniyle yanlis
tantya da yatkindir [8]. Bu nedenle, ani baslangich
nobetler igin ger¢ek zamanli, dogru bir tani tanimlama
yontemi tasarlamak gereklidir.

Epileptik nobetlerin, EEG kaydinda belirlenmesi bir
smiflandirma problemi olarak ele alinmaktadir. EEG
kaydinin alinmast ve islenebilir forma getirilmesi ilk
asama olarak degerlendirilebilir. Ardindan O6znitelik
c¢itkarimi  ve nihai  olarak  bu  Ozniteliklerin
siniflandirilmas: ile asamalar tamamlanir. Epileptik
ndbet tespiti, bir girdi sinyalinin, epileptik ndbet sinyali
olup olmadiginin siniflandirilmasi olarak diisiiniilebilir
[9,10].

EEG noronlar tarafindan {iretilen beynin elektriksel
aktivesinin ayrintilarini igeren bir sinyaldir [11]. Bu
sinyaller zaman serisi verileridir ve zaman alanindan
Oznitelikler ¢ikarilarak EEG modeli analiz edilir [12].
Minimum, maksimum, ortalama gibi genel istatistiksel
Ozellikler daha az hesaplama siiresi gerektiren ve
uygulamasi kolay 6zniteliklerdir [13]. Ayrica entropi gibi
frekans alan1 6zelligi de 6znitelik olarak kullanilir [14].

Oznitelik c¢ikarimi, EEG isaretlerinin karakteristikleri
cikarilarak elde edilir. Elde edilen Oznitelikler farkli
smiflar arasinda ayrigmay1 en iyi saglayacak sekilde
secilmeye c¢alisilir. Smiflandirma bagarisini etkileyecek
onemli unsurlardan biride 6znitelik se¢imidir [15-19].
Bu baglamda 6znitelik ¢ikarimi iizerine kurulu birgok
caligma bulunmaktadir. [20]° da esit genislikte
ayriklagtirma (EWD) yontemine dayali yeni bir 6znitelik
¢ikarma yaklasimi 6nerilmis ve bu yaklagimla elde edilen
istatistiksel 6znitelikleri, ¢ok katmanli algilayici sinir ag1
(MLPNN) modelinin girdileri olarak epileptik ndbetlerin
tespitinde kullanilmistir. EWD yo6ntemine dayali farkli
bir ¢alisma [21]’de verilmistir. Burada EEG sinyalleri
EWD yontemi kullanilarak ayriklagtirildiktan sonra her
bir araliktaki veri noktalarinin sayisina gore sinyallerin
olasilik yogunluklar1 hesaplanmistir. Epileptik ndbet
gegiren ve gecirmeyenler icin iki farkli olasilik yogunluk
fonksiyonu tanimlanmig ve daha sonra bu iki fonksiyon
i¢in ortalama kare hata kriteri kullanilarak nobet saptama
basarisi elde edilmistir. Diger bir ¢aligma ise [22] olarak
verilebilir. =~ Bu  ¢alisjmada EEG  sinyallerinin
smiflandirilmasinda  kullanilmak {izere ayriklastirma
tabanli entropi adi verilen yeni bir 6znitelik ¢ikarim
Onermistir. Calismada EEG sinyalleri ayrik dalgacik
doniistimii (DWT) kullanilarak istenilen sayida araliklara
ayristirilir, ayristirtlmig alt bantlarin Shonnan entropi
degerleri hesaplanir ve bunlar daha sonra Uyarlanabilir
Noro-Bulanik  Siniflandiricisinin - (ANFIS)  girdileri

olarak kullanilir. Bu ¢alismalara ek olarak, daha 6nce
literatiirde kullanilan bir boyutlu yerel ikili riintii (1B-
YiO) yonteminden yola ¢ikarak, sinyalin yerel
degisimlerine daha duyarli, u¢ noktalarin etkisini de
degerlendiren bir boyutlu medyan yerel ikili orlintii
temelli 6znitelik ¢ikarimi yontemi [9]” da 6nerilmis ve bu
caligmada k-En Yakin Komsu (k-EYK) siniflandiricist ile
siniflandirma bagarisi degerlendirilmistir. [2]’de motif
algoritmasi isimli yeni bir yaklagim one siiriilmiis ve
motif Oznitelikleri elde edildikten sonra smiflama
asamasinda k-EYK , Yapay Sinir Aglari, Destek Vektor
Makinalar1 (DVM) gibi farkli siniflandirma algoritmalari
kullanilmistir. EEG sinyalleri ile epileptik nobet tespiti
cok zengin bir literatiire sahiptir. Yukarida verilen
calismalarin yani sira, permutasyon entropi [23], kesikli
harmonik arama [24], dalgacik paket entropisi [25], hizli
fourier dontisiimii [26], korelasyon tabanl 6znitelik [27]
secimi gibi farkli bircok ¢aligma mevcuttur.

Matematiksel  programlama  tabanli  ydntemlerin
smiflandirma problemlerinde kullanimi g¢ogunlukla iki
gruplu durumlar i¢in gelistirilmis olsa da ¢ok gruplu
problemler icinde gelistirilen yeni  yOntemler
bulunmaktadir. Fakat bu ¢aligmalarin tamami dogrusal
durumdaki problemler igin uygundur. Varsayim
gerektirmeyen ve bu sayede genis kullanim alanina sahip
matematiksel programlama yaklasimlarinin sadece
belirli bir wveri tirli i¢in kullanilabilir oldugu
goriilmektedir. Diger yandan bir istatistiksel modelleme
olan regresyon analizi, birimlerin simiflandirma
skorlarmin elde edilmesi icin kullanilan bir aragtir. flk
olarak [28]’de her birimin smiflandirma skorunu
dogrusal regresyon problemi olarak ele almis ve en kii¢iik
kareler yontemi ile skorlari elde etmistir. Fakat bu
¢alismanin devaminda birimlerin nasil gruplara atanacagi
konusunda net bir kural olusturulmamustir. [29]’de ise
[30] ‘da oOnerilen matematiksel model ile dogrusal
regresyon yaklasimini birlikte kullanarak hibrit bir model
ortaya konulmustur. Yalniz bu hibrit modelde sadece
dogrusal yapidaki durumlar i¢in kullanilmakta ve
dogrusal olmayan durumlardaki literatiir eksikligini
gidermemektedir.

Bu caligmada farkli bir regresyon analizi yaklagimi
olarak Destek Vektor Regresyon (DVR) kullanilmustir.
Onerilen yontem regresyon analizi igin aykir1 degere
karst en kiiglik kareler yonteminden daha avantajli
olmasmin yani sira i¢ ¢arpim ¢ekirdek fonksiyonlarmin
kullanimi ile dogrusal olmayan durumlarda kullanim
imkani saglamaktadir. Bu yoniiyle 6nerilen yontem [29]
ve [30] ‘daki yaklagimlardan farkli bir regresyon bakig
acis1 katarak dogrusal olmayan veri yapilarinda
kullanilabilmesini bakimindan katki sunmaktadir.

Bolim 2’ de oOnerilen ydntemin dayandirildigr iki
smiflandirma modeline ait temel bilgiler verilmis, Boliim
3’de ise Onerilen model tanitilmistir. Boliim 4 ‘te modelin
irdelenmesi igin simiilasyon ¢aligmasina yer verilmistir.
Bolim 5’te  kullanilan veri seti ve veri setinin
uygulamaya hazirlanmast i¢in kullanilan &znitelik
¢ikarim asamalarina yer verilmistir. Ayrica uygulamada
karsilagtirilmas1 yapilan smiflandirma yontemlerinden
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bahsedilmis, yontemlerin kiyaslanmasi i¢in kullanilan
performans kriterleri tanitilmistir. Boliim 6 ve Bolim
7’de ise sirasiyla yapilan analizlere iliskin arastirma
bulgulari ile sonug ve tartigma kismi yer almaktadir

2. MATERYAL VE METOD (MATERIAL and
METHOD)

Bu ¢aligmada siniflandirma problemlerinde kullanilan iki
farkli yontemin giliclii yanlar1 birlestirilerek yeni bir
smiflandirma algoritmasi ileri slirlilmiistiir. Bunlardan
birinci Destek Vektdr Regresyon (DVR), digeri ise
Matematiksel Programlamadir (MP).

2.1. Destek Vektor Makineleri (Support Vector
Machine)

Bu boliimde DVM’n teorik alt yapisindan ve takiben
regresyon i¢in  standart DVM  formiilasyonu
sunulmaktadir. DVM, istatistiksel dgrenme teorisinde
gicli bir teorik yapiya sahip bir siniflandirma
teknigidir[31,32]. [33] da egitim modelleri ve karar sinir1
arasindaki marj1 en iist diizeye ¢ikaran bir algoritma ileri
striilmiistiir. Bu teknigin teorik alt yapist Vapnic-
Chervonenkis (VC) teorisine dayanmaktadir ve VC-
boyut olarak bilinen bir karmagsiklik 6lgiitiiniin
smiflandirma algoritmasmin genellestirme hatasinin
tahmini i¢in analitik bir sinir olusturulur [34,35]. Negatif
olmayan bir tam say1 olan VC boyutu, 6grenme makinesi
tarafindan gerceklestirilen siniflandirma fonksiyonlari
ailesinin ifade giiciinii olger [36]. {(x;,y;),i =1,...,N}
sonlu bir egitim 6rnegi olsun. Burada x;, n boyutlu
uzayda (i.e.,x; = [x4;,..., X1] € R™) i-inci 6rnegi, y;
ise aymi Ornege karsilik gelen smf etiketini (y; €
{—1,+1}) temsil eder. Makine 6grenmesi bir dizi olasi
x = f(x; w) eslesmesine izin verir. Burada f(+), belirli
bir x ve ayarlanabilir w (w € R™) paremetresi i¢in her
zaman ayni ¢iktiy1 veren deterministik bir fonksiyondur.
Makine dgrenmesinde egitim asamasl w
parametrelerinin ~ ayarlanmasini  igerir. ~ Makine
Ogrenmesinin egitim hatas1 v(w) ile gosterilsin. Yapisal
risk minimizasyonu temel ilkesine gore test kiimesindeki
siiflandirma hatalarinin olasiligimin bir sinir1 vardir,
P(w), ve su sekilde ifade edilir.

P(w) <v(w) + & (N, hn,v) 1)
Burada;
v(w) = o3 ly; — f (o w) )

eV, v) = 268N b (14 (14 2000—) (3

olmak tizere, Esitlik (3) ifadesi i¢in de;

g(N, h,n) = \/% [ (3)+1] -2 (2) )

bigimindedir. Esitsizlik (1), (1 — n) olasilikla gegerlidir.
go(N, h,n) ifadesi makine Ogrenmesinin kapasitesini
temsil eder ve VC boyutunun giiven araligi olarak
adlandirilir. Bu giiven araliginin degeri, egitim ornekleri
N ‘in sayisina, makine 6grenmesinin VC boyutuna ve 7
degerine baghdir. Sifira yakin egitim hatast v(w)

Esitsizlik (1) *den daha basit olan Esitsizlik (5) ifadesine,
tersi olarak bilyilik egitim hatas1 v(w) ise Esitsizlik (6)
ifadesine doniisiir[37].

P(w) 5 v(w) + 4€2(N, h,n) (5)
P(w) s v(w) + &(N,h,n) (6)
Yukaridaki ifadeler incelendiginde, sadece egitim

hatasini, v(w)’ nin minimize edilmesi iyi bir genelleme
performansi elde etmek i¢in yeterli olmadig: asikardir.
Ciinkii v(w) ‘deki diisiis tek basina test hatasinda diisiist
garanti etmez. DVM, yapisal risk minimizasyonu ilkesini
kullanarak  v(w) ille VC  given aralig1
go(N, h,n), arasinda bir denge gozeterek genelleme
hatasi tizerindeki {ist sinir1 en aza indirmeye ¢aligir [37].

2.2. Destek Vektor Regresyon (Support Vector
Regression)

Oncelikle DVM’ nin temel prensipleri dogrultusunda
fonksiyon yaklagimi ele alinmaktadir. (x;,y;), sonlu
egitim modelini temsil etsin. Burada x; € R egitim
modellerinden olusan (yani, x = [xl_..._xN]) girdi
vektoriiniin bir degeri, y; € R ise bu girdiye karsilik
gelen ¢ikti degeridir. Giris uzayini daha yiiksek boyutlu
bir 6zellik uzay1 olan R™: ile eslestirmek i¢in dogrusal
olamayan bir doniisiim fonksiyonu ¢ (.) tammlanmustir.
Bu doéniisiimiin matematiksel gerekcesi Cover teoremine
dayanir. Bu teoreme gore karmasik bir yapiya sahip bir
smiflandirma problemi yiiksek boyutlu bir uzayda
dogrusal olmayacak bir sekilde olusmus ise diisiik
boyutlu uzaydakine kiyasla daha yiiksek bir olasilikla
dogrusal olarak ayrilabilir [35]. Sekil 1.’de ¢ekirdek
hilesi olarak adlandirilan yiiksek boyutlu uzaya
haritalama islemi gorsellestirilmistir. Doniisiimle elde
edilen girdi ve ¢ikti arasindaki iligski asagidaki sekilde
ifade edilir.

@4 (h)4 \
| R b(e)
#H,\ o © 5 w]‘\ d(e)
\_o ) N o),
: ) ~ o] ¢[sz)¢{¢)\ (o)
00 () @)

> 5
b(x) \$o)
>

¥ ™\ L A
W & fr O

»

Sekil 1. I¢ Carpim Cekirdek Fonksiyonu (Dot Product Kernel
Function)[38]

Sekil 1’deki ¢(-), (a) orijinal diisik boyutlu girdi
uzayimdaki dogrusal olmayan bir problemi daha yiiksek
boyutlu bir 6zellik uzaymndaki (b) dogrusal problemine
doniistirmek i¢in tanimlanan bir dogrusal olmayan
doniisiim fonksiyondur.

y=fx)=w'ep(x)+b )
Burada 9 model ¢iktisini, w ve b ayarlanabilir model
parametrelerini ifade etmektedir. DVM yapisal riski
minimize etmeyi amaclamaktadir ve bu risk asagidaki
sekilde tanimlanir.

1 ~
Remp = ;Z?’:J%’ - YLls (8)

DVM yaklagim1 uygun kayip fonksiyonu belirlenmesiyle
regresyon (DVR) problemlerinde kullanilmaktadir[39].
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Esitlik (8)" deki |y; — %[, ifadesi e-duyarsiz kayip
fonksiyonu olarak adlandirilir [30,33] ve Esitlik (9)’daki
gibi ifade edilmektedir.

0' _efger ly; =9l < ¢ ©)
ly: = %le d.d
Bu asamada, diizenlilestirme teorisine [37], gére w ve b
parametreleri amag fonksiyonu ¥.(w,§&,&*) minimize
edecek sekilde tahmin edilir.

VW, &) =~ wTw + CIN_ (& + &)

2

= le = {

ity <e+§ i=12,..,N
-yi+y<e+& i=12..,N (10)
=0 i=12..,N
3 i=12,..,N

Burada &; ve &/ pozitif tanimli artik degiskenleridir. Artik
degiskenler, her zaman (x;,y;) ¢iftlerine & kesinliginde
yakimsayan bir f fonksiyonu bulunamayacagindan bir
takim hataya izin vererek modeli esnetmek amaciyla
kullanilmistir. Amag¢ fonksiyonun ilk terimi agirlik
boyutunu diizenlemek ve yiiksek agirlik degerlerine
engel olmak igin kullanilir. Ikinci terimde yer alan pozitif
tanimli C sabiti artiklar iizerinde bir kontrol mekanizmasi
olarak galigmaktadir ve sapmalarin gézard: edilebilecegi
miktar1 belirler. Burada £‘in {izerindeki sapmalar &; ile
altinda kalan sapmalar ise &;" ile temsil edilmektedir.

Esitlik (10) bir karesel optimizasyon problemidir ve
Lagrange carpanlar1 kullanilarak ¢6ziime ulasilir. Burada
temel fikir amag¢ fonksiyonundan Lagrange fonksiyonu
olusturmaktir. Sonugta w parametresi Esitlik (11)’deki
gibi elde edilir [41].

w =YL (@ - a)¢(x) (11)
Burada a; ve «; pozitif tanimli gergek sabitlerdir ve
Lagrange carpanlaridir. Sifirdan farkli @; ve a] ‘lara
karsilik gelen veri noktalarna destek vektorleri denir.
Son olarak DVR ‘yi temsilen Esitlik (7) dogrusal
olmayan fonksiyon tahmini i¢in Esitlik (12)’deki seklini
almaktadir.

y=f0) =ELi(a; —aDK(x) +b (12)
Burada K (x;, x), Mercer teoremine gére tanimlanan ig

carpim ¢ekirdek fonksiyonu, b ise fonksiyonun yanidir
[42,43] ve Esitlik (13)’deki gibi ifade edilmektedir.

K(x;,x) = ¢p(x)" ¢(xj) (13)
Dogrusal, polinom, sigmoid, egri ve radyal temel islev
(gaussian) olmak iizere ¢ekirdek islevinin se¢imi igin
cesitli fonksiyonlar bulunmaktadir. Caligmada Radyal
Temel Islev (RBF) i¢ carpim gekirdegi kullanilmistir.
RBF ¢ekirdeginin avantaji egitim verilerini, muhtemel
sonsuz boyutlu bir uzaya dogrusal olmayan bir sekilde
eslemesidir. Bu sayede tahmin ediciler ile tahmin

arasindaki iligki dogrusal olmadiginda daha efektif bir
sonug elde edilir [38].

2.3. SINIFLANDIRMA PROBLEMLERINDE
MATEMATIKSEL PROGRAMLAMA
YAKLASIMLARI (MATHEMATICAL
PRGRAMMING APPROACHES TO
CLASSIFICATION PROBLEMS)

Matematiksel Programlamaya (MP) dayali modeller
smiflama problemleri igin istatistiksel yOntemlere
alternatif olacak sekilde ortaya atilmistir. Herhangi bir
istatistiksel varsayim gerektirmeyen bu yoOntemler
uygulama kolaylig1 saglamaktadir. Bu konuda ilk dikkat
¢ekici ve Oncii niteligindeki ¢alisma [44,45]de dogrusal
programlamaya (DP) dayali onerilmis olan modeldir.
Onerilen bu model (14) ile verilmistir. Burada, sapmalar
toplammi minimize etmeyi amaglanmaktadir. ikili
smiflandirma problemi icin p, siniflandirmada kullanilan
degisken sayis1 olmak tizere, X, G; ve G,gruplarindan
alinan n ¢apli bir 6rnegin degisken degerlerinin matrisi
olsun. Degisken katsay1lar1 a,, @, - a,, ile ve j birime ait
smiflandirma skoru

S; = b a;X;;(j = 1,2,+-- n) olmak iizere,
min Y e, S + Xjec, S

Z?:l al-xl-j + S]+ = C,j € Gl

p
Z aixl-j—Sj_<C,jEGz
i=1

DP modellerinde, minimum sapmanin maksimizasyonu
ve sapmalarin toplammin minimizasyonu en sik
kullanilan iki optimizasyon kriteridir. [44,45] deki
onerilerin ardindan pek ¢ok bu yaklagima dayanan
smiflandirma yontemi gelistirilmistir. [46]’de kiimeleme
analizine benzer bir anlayigla ayni grup igindeki
birimlerin daha benzer olmasi gerektigi diigiincesine
dayali olarak DP tabanli bir smiflandirma yontemi
gelistirilmigtir.  [47]’de  gelistirilen  iki  gruplu
smiflandirma modeli ¢ok gruplu duruma genisletilmistir.
Burada her bir smiflandirma skorunun kendi
smiflandirma skorundan sapmasint minimize edecek bir
dogrusal model olusturulmustur. Modelin ilk asamasi
(15) ile verilmistir

(14)

_ 1
Bu modelde i} =— Yjec, Xij ve r=1,--,k olarak
T

tanimlanir. Burada n,. ve G, grubundaki birim sayisidir. n
isen = ny + -+ + ny olmak lizere toplam birim say1sidir.
u=1,-,k—1vev=u+1,:-,holmak iizere, her bir
(u, v) ¢ifti i¢in model gelistirilerek ¢ok gruplu duruma
genigletilmis olur. Burada, a;, (i =1,:--,p) serbest
degiskenler ve j € G, igind; = 0 dur.

H n
min Xfec, jec, 4j

14
=1

i

14
Z'_l a’i(Xij — J?Lv) - d] < O,jGGV
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P
> aG -zt

i=1
Modeldeki kisitlar r. gruptaki birimlerin siniflandirma
skorlarin1 r. grubun ortalama siniflandirma skoruna
miimkiin oldugunca yaklastirma yarar (r = u,v). Bu
model yardimiyla her (u,v) grup cifti i¢in elde edilen
a;sayesinde G, ve G,’deki birimlerin S; smiflandirma
skorlar1 elde edilir. Ardindan da ,u=1,:--,k—1 ve
v=u+1,-,k olmak {izere gruplar1 ayirmada
kullanilacak olan c,,, degerlerini elde etmek icin ikinci
bir model olusturulmustur ve Model (16)’da verilmistir.

k-1 k k-1 k
PIDIPILTEDI WP
JEGy u=1v=u+1 JEGy u=1v=u+1

(16)
Sjuv + djuv = Cuv»
u=1,.,k—lLv=u+1, . ,kj€EG,
Sjuv - djuv < Cups
u=1,.,h—1lLv=u+1,..,hjEG,
Model (15)’in ¢oziilmesiyle her birim i¢in siniflandirma
skorlart elde edilmis olur. Model (16)’nin ¢oziilmesiyle
ise birimleri siniflara atama kurali olarak kullanilacak
kesme degerleri elde edilir. c,, serbest degerli
degiskenlerdir ve es zamanl olarak tahmin edilirler.d;,,,,
ise negatif olmayan degiskenlerdir. Literatiirde farkli DP
modelleri ve hedef programlamaya dayali yontemler
bulunmaktadir [48,49]. Ayrica dogrusal programlama
modelinin genisletilmesiyle karma tam sayili modellerde
kullanilmaya baslamistir. Bu yontemlerde 6rnegin yanlis
veya dogru siiflandirildigini gostermek igin iki degerli
tam say1 degiskenleri kullanilir [50-52]. Daha yakin
tarihlerde DEA-DA olarak adlandirilan iki gruplu ve gok
gruplu parametrik olmayan diskriminant analizi
yaklagimlart da Onerilmistir [49,53,54]. Bu modeller
verinin 6zel bir yapida olmasim gerektirmektedir. Ozel
bir yapidan kastedilen gruplardaki birimlerin sirali
olmasidir. Bir bagska model ise [55]” de Onerilen SGP
modelidir. Bu ¢alismada, [54]’deki DEA-DA modeli ile
[56]’de Onerilen ¢ok gruplu siniflandirma modelinin
giicli  yanlarint  birlestirip yeni bircok  gruplu
siniflandirma modeli  dnerilmistir.  Onerilen model
verinin 6zel bir sekilde sirali olmasini gerektirmezken
ayn1 zamanda negatif degerli degiskenlerin kullanimima
da olanak saglar. Farkli bir bakis1 agisi tagiyan diger bir
matematiksel model ise hiper-kutu siniflandiricilaridir
[57-59]. [58]’de ileri siiriilen hiper-kutu yaklagiminda
modeldeki kesikli degiskenler arasindaki iliskiler
Boolean  Cebir  kullanilarak  esdeger  tamsay1
kisitlamalarina doniistiiriilmiistiir. Son olarak farkli bir
yaklagim ise [28]’de verilmistir. Bu ¢aligma, literatiirde
giiclii yonleriyle dikkat ¢eken iki ¢oklu siniflandirma
modelini birlestirmis ve yeni hibrit bir yaklasim ortaya
koymustur. Bu model, iki asamadan olugmaktadir.
Modelin ilk asamasi1 [27] deki regresyon analizi tabanli
parcacik siirii optimizasyonu teknikleri kullanilarak
¢Oziimlenen modelinden olusur. Modelin ikinci asamasi
ise siniflandirma skorlarina dayali esik deger sinamasi ile

smiflandirma yapilmasimi saglayan [29]’da Onerilen
modeldir.

3. SINIFLANDIRMA PROBLEMLERI iCiN
DESTEK VEKTOR REGRESYON TABANLI
iKi ASAMALI YENI BiR YAKLASIM (A
NEW TWO-STAGE APPROACH BASED ON
SUPPORT VECTOR REGRESSION FOR
CLASSIFICATION PROBLEMS)

Smiflandirma problemlerinde kullanilan MP
yaklagimlarinda her birim i¢in bir siiflandirma skoru
elde edilmektedir. Regresyon analizi siniflandirma
problemlerinde  birimlerin  simiflandirma  skorlarini
hesaplamak igin kullanilmaktadir. Regresyon
modelindeki Y bagimli degiskeni grup numaralarin
belirten kategorik bir degiskendir [28]

Onerilen yaklasimin ilk asamasinda her bir birim icin
smiflandirma skoru e-duyarsiz  kayip fonksiyonu
kullanilarak olusturulan DVR ile tahmin edilir. Bu
asamada dogrusal ve dogrusal olmayan modeller igin
regresyon tahmini yapilabilmektedir. Dogrusal olmayan
modeller igin literatiirdeki ¢ekirdek fonksiyonlar
kullanilarak yiiksek boyutlu uzayda dogrusal bir yapi
olusturulur.

Sj, Gy, Ve G, ‘deki birimlerin siniflandirma skor degerleri,
W regresyon parametre tahminleri olmak iizere S; =

wl ¢ (x) + b esitligi e-duyarsiz kayip fonksiyonlu destek
vektor regresyon modeli ile ¢oziiliir.

1 N
Pew, £,6) = WIw+C ) (6 +§)

Vi+y <e+é i=12,..,N
—yi+y,<e+& i=12..,N a7
§=0 i=12,..,N
& i=12,..,N
Ikinci asamada ise [47] tarafindan kullanilan

smiflandirma skorlarina dayali esik deger sinamasi ile
smiflandirma yapilmaktadir. DVR ile her birim igin
siniflandirma skoru elde edildikten sonra u =1, ...,k —
1 ve v=u+1,..,k olmak lizere gruplari ayirmada
kullanilacak olan c,,,, degerleri Model 16’in ¢6ziilmesiyle
elde edilir.

Onerilen modelde siniflandirma  skorlart  verilerin
dogrusal ayrilmadigi durumlarda uygun c¢ekirdek
fonksiyonu belirlenerek elde edilir. Bu sayede onerilen
model hem dogrusal hem de dogrusal olmayan problem
tiirlerinde  kolaylikla kullanilabilmektedir. Onerilen
model ile DVM siniflandirma algoritmalarmin temel
farki simiflari ayirmada kullanilan diizlemdir. DVM
smiflandiric1  algoritmalar1 ¢ekirdek fonksiyonu ile
yiksek boyutlu uzaya haritalandirma yaptiklarinda
belirledikleri karar sinirlar1 dogrusal degildir ve ayirma
diizlemi de yiikksek boyutlu uzayda yapilmaktadir.
Onerilen yontemde ise ¢ekirdek fonksiyonlar: yalnizca
smiflandirma skorlarinin elde edilmesinde kullanilmis ve
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karar kural1 olarak kullanilan esik deger yine dogrusal bir
matematiksel programlama problemi ile edilmistir.
Onerilen yontem icin siniflandirma siirecini iceren akis
semasi Sekil 2. de verilmistir.

Veri Seti Egitim ve Test Seti olarak aynilir.
7, egitim setindeki birim sayist

n, :test setindeki birim sayis1

Egitim Seti

FO={wxy+b  we R®,be R ayme fonksiyonu icin, [l = (. )
| | ‘normunun minimize eden konveks problemin gozulmesiyle regresyon
1. Asama parametrelerini tahmin ederek S, = (1) + b smiflandirma skorlar elde
T edilir. (Gerekli oldugu durumda (., } ig garpm igin cekirdek fonksiyonu

edilmesi belirlenir )

S; suuflandirma skorlan kullanilarak Model (16) da verilen matematiksel
2. Asama programlama problem: ¢ozimlenir v gruplan ayirmada kullamlacak
olan esik deger/degerler elde edilir.
Esik degerlerinin
belirlenmesi

1.asamada elde edilen regresyon parametrelerinin 77, adet birim igin |

Test Seti \/I uygulanarak bu birimlere ait S, smiflandirma skorlan elde edilir

!
\/l 2. asamada elde edilen esik degerlerine gore sinsflandirma kurals ‘
3. Asama ‘ uygulanir ve test setindeki birimler simflanna atanir.
Simflandirma
Sekil 2. Onerilen Yontemin Siniflandirma Akis Semasi
(Classification Flow Chart of the Proposed Method)

4, SIMULASYON CALISMASI (SIMULATION
STUDY)

Calismanmn bu bolimiinde Onerilen modelin diger
smiflandiricilarla  dogru  smiflandirma  performanst
karsilastirilmistir.  Karsilagtirma  i¢in  kullanilan
yontemlere iliskin temel diizeyde aciklayict bilgiler
Cizelge 1.’de verilmistir. Ek olarak oOnerilen yontem
destek vektorlerini  kullandigi i¢in karsilagtirilacak
yontemlere DVM de eklenmistir

Cizelge 1. Yontemlere iliskin temel bilgiler (Basic information
on methods)

Simiflandirici Yaklasim
Egitim verilerindeki herhangi bir
DVM noktadan en uzak olan iki simif
arasinda bir karar siiri belirler
[60]
Fisher Dogrusal Diskriminant D.eﬁgls{cer'lle'rm dogrusg l
Fonksiyonu (FDDF) birlegimini bularak veriyi
swiflara ayrir [61]

Gozlemlerin simiflarda bulunma
olasiliklarini  hesaplar ve en
yiiksek olasiligi gore siniflandirir
[62].

Nesneler —arasindaki  uzakligi
dikkate alir. Birbirine yakin olan
nesnelerin aym smifa atanr [63].

Naive Bayes (NB)

k-En Yakin Komsu
(k-EYK)

Simiilasyon c¢aligmasinda modellere ait dogruluk
performanslar1 farkli veri yapilarina gore test edilmistir.
Burada farkli veri yapisindan kasit gruplarin dogrusal bir
ayrict fonksiyon ile ayrilabildigi durumlar ve gruplar
arasi ayrimin dogrusal ayirici fonksiyon ile yapilamadigi,
baska bir ifade ile ¢ekirdek fonksiyonlarinin kullanimina
ihtiya¢ duyuldugu durumlardir. Calismada, iig, dort ve
bes grup olmasi durumlart dikkate alimmistir. Ayrica
gruplardaki birim sayilar esit olacak gekilde sirasiyla 10,
25, 50 ve 100 gozlemden olusacak seklide belirlenmigtir

4.1. Dogrusal Fonksiyon ile Ayrilan Gruplar (Groups
Separated By Linear Function)

Bu bolimde dogrusal bir aymrict fonksiyon ile
ayrilabilecek gruplar incelenmistir. Burada gruplarda yer
alan birimler diizgiin ve normal dagilimdan veri
iiretilerek olusturulmustur. Veri iiretiminde ortalama ve
varyanslara bagli olarak gruplar arasi degiskenligin
olusmasi saglanmistir. Simiilasyon calismasinda bir
birimi hari¢ tutma (Leave one out -LOO-) ve 5-kat ¢apraz
dogrulama teknigi kullanilmstir. 5-kat ¢capraz dogrulama
tekniginde tim gdzlemlerin farkli kombinasyonlarda
kullanimimi saglamak i¢in ¢apraz dogrulama 100 tekrar
ile gerceklestirilmistir. LOO ¢apraz dogrulama yontemi
k-kat capraz dogrulama tekniginin mantiksal ug
noktasidir ve her birim bir kere test verisi olarak
kullanilmaktadir. Bu sebeple bu yontem kullanilirken
capraz dogrulama sirasinda tekrar gergeklestirilmemistir.
Gruplardaki gézlem sayist birbirine esit olup doért farkls
gozlem sayisi olacak seklinde olusturulmustur. Burada

farkl gbzlem sayilarinda yontemlerin
performanslarindaki degisimin gbzlenmesi
amacglanmigtir. 5-kat capraz dogrulama igin 100

tekrardan elde edilen ortalama dogruluk performanslari
ve standart sapmalari ile bir birimi hari¢ tutma dogruluk
performanslart 3, 4, ve 5 grup olmasi durumlart igin
sirastyla Cizelge 2, 3 ve 4’te verilmistir

Cizelge 2°de yer alan sonuglara gore diizgiin dagilim ve
normal dagilim durumunda smiflandirict performanslar
birbirine yakin degerler almistir. Bununla birlikte
ozellikle diizgiin dagilim durumunda  NB
smiflandiricisinin - diger modellere gore daha iyi
performans sergiledigi goriilmiistiir. Onerilen yontem ise
Normal dagilim ve gruplardaki birim sayisinin az oldugu
durumlarm bir kisminda en iyi performans: sergileyen
yontemlerden biri olmustur. Cizelge 3’e gore, yine NB
smiflandiricinin hemen hemen tiim teknik ve godzlem
sayilarinda digerlerinden daha yiiksek dogrulama
performansina sahip oldugunu goriilmektedir. Cizelge
4’e gore ise yontemlerin basart performanslari nispeten
dismiigtiir ve diizgiin dagilim durumunda NB
smiflandiricisinin en iyi  dogru  siniflandirma
performansina sahip oldugu goriilmektedir. Cizelge 2, 3
ve 4 sirasiyla “Ekler” boliimiinde verilmistir.

4.2. Dogrusal Fonksiyon ile Ayrilamayan Gruplar
(Groups That Cannot Separated By Linear
Function)

Simiilasyon ¢alismasinin bu béliimiinde gruplara ait
birimler ¢ember seklinde bir bolgede olacak sekilde
iiretilmistir.  Uretilen  birimlerin  iki karakteristigi
bulunmaktadir. Bunlardan ilki yar1 ¢ap, digeri ise agidir.
Diizgiin dagilimdan fiiretilen rasgele sayinin karekokii
¢emberin yart ¢apmi ifade eder. Ardindan diizgiin
dagilimdan iiretilen bu sayr t acgisimi belirlemede
kullanilmaktadir. Boylece birimler, (r X cos(t),r X
sin (t)) konumuna getirilmistir. G6zlemlerin birbirlerine
yakinliklar1 bakimindan yarigap olusturulurken iki farkli
durum (r4,r8) dikkate alinmis ve ydntemlerin dogruluk
performanslarinin nasil etkilendigi gozlemlenmistir. A

592



EPILEPTIK NOBET TESPITI ICIN DESTEK VEKTOR REGRESYON TEMELLI YENI BIR SINI ... Politeknik Dergisi, 2024; 27(2) : 587-601

senaryosunda gozlemler birbirlerine oldukca yakin ve
gozlemlerin dogru siniflandirilmast daha zor olacak
sekilde tasarlanmistir. Ornek teskil etmesi bakimmdan
tasarlanan senaryolara uygun olarak iiretilen verilere ait
bir sa¢ilim grafigi Sekil 3’te verilmistir.
4 Gruplu

3 Gruplu 5 Gruplu

Sekil 3. Uretilen verilere iligkin sacilim grafigi (Scatter plot of
the generated data)

Sekil 3‘te goriildiigli iizere gruplarda yer alan veriler
dairesel sekilde simetriktir. Bu sebeple bu gruplarn
dogrusal bir siniflandirict kullanarak ayirmak anlamli
olmayacaktir. Simiilasyon caligmasinin bu bdliimiinde
Onerilen yontem ve DVM ‘de Gaussian Cekirdek
fonksiyonu kullanilmisgtir. Bir 6nceki ¢apraz dogrulama
teknikleri ile degisen birim sayisina gore performanslarin
kargilagtirtlmasi igin yine dort farkli gozlem sayisinda
testler gergeklestirilmistir. Cizelge 5, 6 ve 7 de sirasiyla
3, 4 ve 5 grup olmasi durumundaki siniflandirma
performanslari yer almaktadir.

Cizelge 5’de ilk olarak {i¢ gruplu bir siniflandirma
problemi ele alinmistir. Cizelge 5’¢ gore, senaryo A
durumunda her iki capraz dogrulama teknigini igin
Onerilen model yiiksek basari performansmna sahip
oldugu goriilmektedir. Yalnizca birimlerin 100’er adet
oldugu LOO tekniginde onerilen yontem en iyi degildir.
Ayni sekilde senaryo B durumunda da g¢ogunlukla
onerilen yontemin diger siniflandiricilara karsi iistiinliigi
goriilmektedir. Ayrica Onerilen yontemin basari
performansinin  istiinligii  diger smiflandiricilardan
Ozellikle daha az go6zleme sayisina sahip oldugu
durumlarda ¢ok daha belirgindir. Bunun yaninda gézlem
sayisindaki degisimin diger siniflandiricilarin basari
performanslariin degisiminde daha fazla rol oynadig:
goriilmektedir.

Cizelge 6’da grup sayismmin dort oldugu durum
incelendiginde, yine senaryo A’da Onerilen ydntemin
diger siiflandiricilardan istiinligi oldugu
goriilmektedir. Senaryo A ig¢in, gruplardaki birimlerin
birbirine ¢ok daha yakin oldugu ve yanlis siniflandirma
olmasinin daha muhtemel oldugu bir problem yapisina
sahip oldugu diisiiniildiigiinde 6nerilen yontem bdyle bir
problem yapisinda karsilastirildig diger
smiflandiricilardan daha yiiksek basar1 performansi
gostermistir. Ayn1 grup sayisinda senaryo B de ise yine
cogunluk olarak Onerilen yontem iyi olmakla beraber
bazi ornek hacimlerinde DVM smiflandiricisinin
gerisinde kalmistir. Cizelge 8’e gore ise dnerilen yontem
her asamada en iyi siiflandirici performansina sahiptir.

Cizelge 6, 7 ve 8 “Ekler” kisminda verilmistir.

5. GERCEK VERI UYGULAMASI
(APPLICATION)
Calismada epileptik ndbet tespiti 6zelligine sahip, ¢ok
yaygin olarak kullanilan bir veri setinin islenmis ve
yeniden yapilandirtlmis bir versiyonu kullanilmistir. Veri
setinin orijinal sekli, Almanya, Bonn Universitesi
Epilepsi Boliimii'niin halka agtk BONN veri tabaninda
yer almaktadir. EEG veri seti 5 setten olusur ve her set
tek kanalli 100 boliitten olusmaktadir. Her boliit 23,6
sn'lik bir zaman uzunluguna sahiptir ve 4.096 6rnekleme
noktasi igerir. El veya g6z hareketlerinden kaynaklanan
artefaktlarin, verileri olusturan kisi tarafindan manuel
olarak silindigini, dolayisiyla verileri dnceden islemeye
gerek duyulmamaktadir. Tiim EEG sinyallerinin
ornekleme frekansi 173,61 Hz'dir [64].
Her 4.097 veri noktas1 bir saniyelik bir siireye karsilik
gelen 23 pargaya boliinmiis ve karistirilmistir. Her parca
bir saniyeye karsilik gelen 178 veri noktasi icermektedir
ve her veri noktasi farkli bir zaman noktasindaki EEG
kaydmin degerini ifade eder. Sonugta veri seti
23x500=11.500 parca bilgi (satir) ve her bilgi bir saniye
i¢in 178 veri noktasi (siitun) icerir. Buradaki son siitun
ise y = 1,2,3,4,5 sinif etiketlerini temsil etmektedir [65].
Cizelge 8’de veri kiimesinin 6zelliklerini igeren bir tablo
verilmigtir
Cizelge 8. EEG veri kiimesinin 6zellikleri (EEG dataset

features)

Veri Olgiim

Kiimesi  Ozelligi
5 hastadan nobet sirasinda intrakraniyal olarak

1 o
kaydedilmistir.

2 5 hastadan nobet Oncesinde, epileptojenik bolgeden
intrakraniyal olarak kaydedilmistir.

3 5 hastadan nobet 6ncesinde, hipokampal olusumlu karst
yarim kiireden intrakraniyal olarak kaydedilmistir.

4 5 saglikli goniilliiden gozler kapali kaydedilmis yiizey
EEG kayitlar.

5 5 saglikli goniilliiden gozler agikken kaydedilmis yiizey
EEG kayitlari.

5.1. Oznitelik Cikarim (Feature Extraction)

Oznitelik ¢ikarim biiyiik veri kiimesinin agiklamak icin
gereken kaynak miktarinin azaltmayi amaglar. Karmagik
bir veri tzerinde analiz yapilirken ortaya c¢ikan
problemlerden biri siniflandirma algoritmalarmin egitim
kiimesine asir1 uymasina (over fitting) sebep olmasi ve
tahmin performansim diisiirmesidir. Ayrica EEG verileri
hastalik, verinin alinma bolgesi ve beyin aktivasyonu
bakimindan birbirlerinden farkli goniillii bireylerden
almmistir. EEG kaydmin smiflara goére zaman
bakimindan degerlendirilmesi amaglanmaktadir. Farkli
grupta  goniillillerden olusan beynin elektriksel
aktivasyonu zaman bakimindan farklilik gosterecektir.
Bu sebeple veri bdliitlerinin saniye agisindan sinyal
enerji yogunlugu, bu sinyallerdeki ortalamaya gore
degisimin degeri gibi EEG kayitlarma iliskin
karakteristikleri  belirleyecek  ¢esitli  istatistiksel
Oznitelikler ¢ikarilmistir.
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Cikarilan 6znitelikler, ortalama sinyal giiciinii belirlemek
icin kareler ortalamasi, varyasyona ait bilgi i¢in standart
sapma, serinin diizenliligini dlcen ve sistemin zaman
icindeki  degisimini  gosteren entropi  degerleri
hesaplanmis ve smiflandirma algoritmasinda
kullanilmistir. Bu sayede epileptik nobet tespiti i¢in bir
¢ikarim elde etmenin yani sira hangi 6zniteligin veriyi
daha iyi karakterize ettigi ve ayristirabildigi gdzlenmistir.

5.2. Siiflandirma Performansi icin Basar1 Ol¢iitleri
(Success Criteria For Classification Performance)

Calismada kullanilan smiflandirma algoritmalarinin
kargilagtirtlmasi literatiirde yer alan basari Olgiitlerine
gore yapilmistir. Bu o6lgiitler Cizelge 9°da verilen
ifadelerden elde edilen karigiklik matrisinden elde
edilmektedir.

Cizelge 9. Karisiklik matrisi ve bagar1 olgiitleri (Confusion
matrix and success measures))

Tahmin Edilen Stmf

Pozitif Negatif

Pozitif Dogru-Pozitif Yanlhs-Negatif
(True Positive:TP) (False

Gercek Negative:FN)

Simif Negatif Yanhs-Pozitif Dogru-Negatif
(FalsePositive:FP) (True

Negative:TN)

Karigiklik  matrisinden  yontemlerin  siniflandirma

performanslarinin  kiyaslanmasi igin bircok ¢ikarim

yapilabilir. Burada; Dogruluk (%): Genel

olarak, siniflayicinin ne siklikta dogru tahmin ettiginin
Ol¢iisidiir.
FP+FN

TP+TN+FP+FN
smiflayicinin  ne siklikla yanlis

Ol¢listidiir. Hata orani olarak da bilinir.

): Genel olarak

tahmin ettiginin

Yanhs smflandirma (

Ozgiinliik (%): Siniflayicinin ne kadar gercek negatif
degeri dogru tahmin ettiginin bir Sl¢isiidir. Segicilik
olarak bilinir.

Hassaslik (%): Smiflar arasindan dogru olarak ne

kadar tahmin edildiginin 6l¢iistidiir. Pozitif tahmin edici
deger olarak da bilinir.

Duyarlhiik (TP+FN): Swiflayicinin ne kadar gergek

pozitif degeri dogru tahmin ettiginin dlciidiir. isabet oran1

olarak bilinir.
F skoru 2 X (HassasllkxDuyarllllk)

Hassaslik+Duyarlilik
oranimnin ve hassasiyetin harmonik ortalamasidir.
Simiflandiricinin ne kadar iyi performans gosterdiginin
bir Olgiisiidiir ve smniflandiricilar1  karsilastirmakta
siklikla kullanilir.

: Gergek pozitif

6. BULGULAR (FINDINGS)

Calismada yeni bir, ¢ok gruplu smiflandirma yontemi
onerilmistir. Onerilen yontem literatiirde siklikla konu
edilen Bonn veri setine uygulanmig ve siniflandirma
performanst  diger yoOntemlerle karsilastirilmistir.
Performans karsilastirilmasinda LOO ve 5-kat capraz
dogrulama yontemi kullanilmis ve elde edilen bulgular
Cizelge 10, 11 ve 12’de verilmistir. En iyi dogruluk
performanst LOO ig¢in sonuglar koyulagtirilmig, 5-kat
capraz dogrulama teknigi i¢in yildiz isareti ile
belirtilmistir. Degisen miktarlarin  biiyiikliigiiniin
6l¢lilmesinde kullanilan istatistiksel bir ydntem olan
ortalama karekok 6zniteligi 6zellikle sinyal analizlerinde
siklikla kullanilan bir 6zelliktir [66-68]. Bu oznitelik
dikkate alinarak yapilan ve LOO tekniginin kullanildig:
capraz dogrulama siniflandirma performansina gére NB
ve Onerilen yontemin ¢ok yiiksek bir olasilikla veriyi
dogru smiflandirdigr goriilmektedir. Her iki yonteminde
tiim basar1 dl¢iitleri birbirlerine ¢ok yakin degere sahiptir.
Ozellikle dnerilen yéntemin DVM smiflandiricisindan
tiim basar1 olgiitlerine gore daha iyi sonuca sahip oldugu
goriilmektedir. Diger capraz dogrulama teknigi ile elde
edilen sonuglar incelendiginde ise yine NB modelinin
dogru siniflandirma performansiin diger yontemlerden
iyi oldugu goriilmekle birlikte Onerilen yontemin
dogruluk ve buna bagli Olciilen diger metriklerde
performansinin diistiigii gézlenmistir.

LOO teknigi ile elde edilen sonuglar dikkate alindiginda,
dogruluk, yanlis siniflandirma, 6zgiinliik ve hassaslik
Ol¢iitleri bakimindan en basarili simiflandirici onerilen
siniflandirma  ydntemi olmustur. Ozellikle 6nerilen

Cizelge 10. Ortalama karekok 6zniteligi i¢in siiflandirma performanslari (Correct classification ratio for the root mean square

feature)

O,\‘;l‘;r(;'e“i" DVM FDDF k-EYK NB

Dogruluk LOO 0.9913 0.7565 0.7130 0.8957 1
5 kat 0.76 0.78 0.75 0.90 1*

Yanhs Simflandirma LOO 0.0087 0.2435 0.2870 0.1043 0
5 kat 0.2400 0.2200 0.25 0.10 0*

(")zgi'mliik LOO 0.9891 0.6957 0.6413 0.8696 1
5 kat 0.4778 0.7250 0.6879 0.8750 1*

Hassaslik LOO 0.9583 0.4510 0.4107 0.6571 1
5 kat - 0.4798 0.4489 0.6867 1*

LOO 1 1 1 1 1

Duyarhhk 5 kat 0 1 1 1 1%
F Skoru LOO 0.9787 0.6216 0.5823 0.7931 1
5 kat - 0.4462 0.6183 0.8089 1*
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Cizelge 11. Standart Sapma 6zniteligi i¢in siniflandirma performanslari (Correct classification ratio for standard deviaton
feature)

0,\';";;:;“ DVM FDDF k-EYK NB

Dogruluk 0.8609 0.6957 0.3304 0.8522 0.6957
0.73 0.73 0.31 0.84* 0.70

Yanhs Smiflandirma 0.1391 0.3043 0.6696 0.1478 0.3043
0.27 0.27 0.69 0.16 0.30

Ongiinliik 0.9239 0.6304 0.3043 0.8261 0.6304

0.7125 0.6750 0.2875 0.8125* 0.6375

Hassashk 0.6667 0.3929 0.1351 0.5789 0.3929

0.3721 0.4239 0.1213 0.5619* 0.4070

Duyarhilik 0.6087 0.9565 0.4348 0.9565 0.9565
0.80 0.95* 0.40 0.55 0.95*

F Skoru 0.6367 0.5570 0.2062 0.7213 0.5570

0.5053 0.58 0.1854 0.7042* 0.5664

Cizelge 12. Entropi (I? norm 1 < p) ozniteligi igin simflandirma performanslar1 (Correct classification ratio for entropi
feature)

Oh‘;l‘:)rc;le"i“ DVM FDDF k-EYK NB

Dogruluk 0.9130 0.6348 0.2870 0.8000 0.7391
0.78 0.72 0.39 0.79* 0.78

Yanhs Smflandirma 0.0870 0.3652 0.7130 0.2000 0.2609
0.22 0.28 0.62 0.21* 0.22

Ozgiinliik 0.9022 0.5543 0.2391 0.7609 0.6848

0.7750* 0.6625 0.35 0.75 0.7375

Hassashk 0.7097 0.3492 0.1358 0.5000 0.4314

0.4365 0.4298 0.1648 0.5026* 0.4861

Duyarhilik 0.9565 0.9565 0.4783 0.9565 0.9565
0.80 0.95* 0.50 0.95* 0.95*

F Skoru 0.8148 0.5116 0.2115 0.6567 0.5946

0.6496 0.5876 0.2477 0.653*1 0.6395

yontem ile benzer calisma prensibine sahip DVM
simiflandiricisi arasinda basari Ol¢iitlerinin
performanslar1 arasinda ciddi farklar bulunmaktadir.
Modellerin, 5-kat capraz dogrulama teknigi bakimindan
dogru smiflandirma performanslari incelendiginde ise k-
EYK ‘nin en basarili model oldugu goriilmektedir. FDDF
yontemi hari¢ diger modellerin basar1 performansi ise
birbirlerine yakindir. FDDF ydnteminin siniflandirma
performanst oldukga diisiiktiir ve bu durum standart
sapma Ozniteligi veri yapisinin dogrusal bir ayirict
fonksiyon ile ayrilmaya uygun olmadig1 gostermektedir.

Cizelge 12’ye gore, caligmada kullanilan bir diger
degiskenlik metrigi, bir zaman serisinin diizenliligini
veya tahmin edilebilirligini dlgen ve sistemin zaman
iginde nasil gelistigini gésteren entropidir [69,70]. Bu
Oznitelige gore yapilan simiflandirmaya gore ilk capraz
dogrulama tekniginde Onerilen ydntem diger tim
yontemlerden daha iyi performans sergilemistir.
Onerilen yontemin dogruluk, yanlis siniflandirma,
Ozgiinliik, duyarlilk ve F skoru basar1 o6lgiitlerinin
tamaminda diger siniflandiricilardan fark edilir seviyede
istlin oldugu goriilmektedir. Diger ¢apraz dogrulama
teknigi ile elde edilen sonuglarda ise FDDF modelinin
yine ¢ok diisiik basar1 oranina sahip oldugu goriilmekte
ve bu yontemin bu smiflandirma probleminde

yontemlerinin dogru siniflandirma performanslari ise
birbirine yakin degerler almaktadir.

7. SONUCLAR VE TARTISMA (RESULTS AND
DISCUSSION)

DVR, regresyon parametrelerinin elde edilisinde
alternatif bir yontem sunmaktadir. Bu yontem aykir
degerlere karst en kiigiik karelerden daha avantajli
olmasimin yani sira ¢ekirdek fonksiyonlarinin kullanimi
ile dogrusal olamayan durumlarda da kullanim kolaylig1
olusturmaktadir. Onerilen yontem destek vektor makine
regresyon ile [46]° de Onerilen matematiksel
siiflandirma modelinin ikinci agamasinin bir birlesimi
seklindedir. DVM modeli iki gruplu durumlar igin
tasarlanmig olup grup sayisi arttiginda ikili karsilagtirma
yontemleriyle siniflandirma iglemini gerceklestirir. Bu
durum performans ve zaman kaybina neden olmaktadir
[58]. Onerilen yontemde teorik olarak grup sayis1 onemli
degildir. Yapilan simiilasyon ¢aligmasinda, gruplarin
dogrusal bir diizlem ile ayrilamadig1 problem tiirlerinde
ortaya konan yeni yaklagim, karsilastirilan diger
smiflandiricilardan ~ ¢ok  daha  yiiksek  basari
performansina sahip oldugu goriilmiistir. Bunun yam
sira yine ayni tiir problemlerde yontemin dogru

< smiflandirma  performansinin  gdézlem degerlerinin
kullaniminin ¢ok uygun olmadig1 sonucunu ortaya o . oy .o
o . . degisiminden fazlaca etkilenmedigi ancak diger
cikarmaktadir. Onerilen model ile diger siniflandirma e
smiflandiricilarin© grup  sayilarmin - degisiminden
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etkilendigi, birim sayis1 azaldik¢a dogru smiflandirma
performanslarinin  azaldigi goriilmiistiir. Bu acidan
ortaya koyulan yeni yaklasimin diger siniflandiricilara
kiyasla bu tiir problem tiirlerinde daha giivenilir bir karar
kural1 olugturmaktadir.

Calismada onerilen yontem gergek bir veri seti i¢in de
uygulanmistir. Literatiirde Bonn veri seti ile olarak
bilinen bu veri seti i¢in, Oncelikle gesitli 6znitelikler
kullanilarak sinyallerin  ayristirtlmast  saglanmustir.
Onerilen yontem ve dort farkli siniflandiricinim dznitelik
veri setlerinin siniflandirmasi iki farkli capraz dogrulama
teknigi ile gerceklestirilmistir. Simiflandirici
algoritmalarinin performanslarint karsilagtirmak icin
literatiirdeki basar1 dlgiitleri elde edilmistir. Elde edilen
sonuglara goére LOO ¢apraz dogrulama teknigi ile elde
edilen sonuglarda onerilen yontem tiim Oznitelik veri
setlerinde benzer bir siniflandirma prensibine sahip olan
DVM smiflandiricisindan daha iyi basari odlgiitiine
sahiptir. Karekok ortalama ve standart sapma 6zniteligi
veri setlerinde Onerilen yontemin tiim basari dlciitleri
oldukga yiiksek oldugu ve ¢ogu yontemden daha iyi bir
performansa sahip oldugu goriilmistiir. Bunun yaninda
entropi Ozniteligi veri seti siniflandirmasinda Onerilen
yontem tiim basar1 Olgiitlerinde en iyi performans
sonuglarina sahiptir. Diger ¢apraz dogrulama tekniginde
ise Onerilen yontemin bagar1 performansi diiserken diger
yontemlerin performanslart ¢ok fazla degismemis buna
bagli olarak da Onerilen yontemin basari siralamasi bu
teknikde degismistir. Bunun sebebi, LOO tekniginde ¢ok
daha fazla gozlemin egitim seti icerisinde yer almasi ve
modelin egitimine katiliyor olmasindan
kaynaklanmaktadir. Veri setinde yeterince gdzlem sayisi
bulunmadiginda k-kat capraz dogrulama tekniginde
rasgele segilen birimlere bagli olarak sonuglarin daha
yanli olmasi beklenirken k degeri arttikga, rasgele satir
atamalarindan kaynaklanan sapma riski azalacaktir.

Literatiirde Bonn veri seti ile yapilan onlarca ¢alisma
bulunmaktadir. Bu  ¢alismalarin  birgogu  ikili
karsilastirmalardan olugmaktadir. Veri setindeki kiimeler
hasta veya saglikli bireylerin durumuna gore ikili
kargilagtirmalar ile siniflandirma gergeklestirilmistir. Bu
calismada diger ¢alismalardan farkli olarak tiim siniflar
dikkate alinmig ve siniflandirma tim smiflar igin
yapilmigtir. Fakat g¢alisma benzer bir sekilde diger
durumlar i¢inde genisletilebilir ve epileptik ndbet ve
degil seklinde ikili karsilastirmalar da yapilabilir.

EEG sinyal kayitlar1 elde edilmesi birgok bakimindan zor
olan bir veri tiriidiir ve elde edilen veriler dogrusal
ayrilabilen bir veri yapisina sahip degildir. Bu haliyle
Onerilen smiflandirma yonteminin EEG sinyallerinin
simiflandirilmast  problemlerinde etkin bir sekilde
kullanilabilecegi goriilmektedir. Bagka bir acidan
onerilen yontem farkli 6znitelikler ile kullanilabilir ve
bununla alakali farkli caligmalar yapilabilir.

Onerilen  yontem  birgok agidan  siiflandirma
algoritmalarima  katki  sunmaktadir. Matematiksel
programlamaya dayali smiflandirma algoritmalarinin
dogrusal durumdaki problemler igin gelistirilmesi bu

algoritmalarin kullanim alanmi kisitlamaktadir. Gergek
hayat problemlerinde veri gruplariin her zaman
dogrusal ayrilmast miimkiin olmamaktadir. Bu acidan
Onerilen yontem dogrusal olmayan veri yapilarinda
kullanilabilmesi acisindan matematiksel programlama
yaklagimlarma yenilik kazandirmaktadir. Calismada
smiflandirma  skorlarinin  destek  vektdr regresyon
yaklagimi ile elde edilisi, onerilen modelin dogrusal
olmayan durumlarda kullanimm yan1 sira aykin
gozlemlere karsi daha dayanikli bir model ileri
stirilmesini saglamistir. Bu agidan yapilan ¢aligmadan
ayr1 olarak, regresyon agaclari ya da gaussian regresyon
stireci gibi farkli regresyon yaklagimlari kullanilarak veri
yapilarina uygun yeni modeller gelistirilebilir.
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EKLER

Ek 1.

Cizelge 2. 3 Grup durumu i¢in ¢apraz dogru simiflandirma performansi. (Correct classification ratio for 3 group cases)

Capraz Dogrulama Yoéntemi

5-kat Bir birimi hari¢ tutma
Birim n=10  n=25  n=50  n=100 | n=10  n=25  n=50  n=100
Sayisi
Onerilen 0.9567  0.9360 00700 09782 | 0.9546 009600 0.9800  0.9833
Model 0.0954  0.0669 00288  0.0187 * * *
0.9500  0.9080 009747 09761 | 0.9600 009667  0.9800  0.9767
g DVS 0.0969  0.0623 00258  0.0195 * * *
’é" 0.9400  0.9440 009648 09705 | 0.9667 009467  0.9667  0.9733
z FLDF 0.0844  0.0680 00331  0.0211 * * * *
IDD
g 0.9033  0.8947 009644 09793 | 09333 009867 09930  0.9500
k-EYK 0.0688  0.0777 00313  0.0176 * * *
0.9700  0.9507 09689  0.9815 | 0.9800 09946  0.9900  0.9967
NB 0.1053  0.0574 00305 0.0167 * *
Onerilen 0.9667  0.8933  0.9400 09033 | 0.9333 09733 09600  0.9367
Model 0.0745  0.1011 00641  0.0617 * * * *
0.9667  0.9200 009467 09333 | 0.8667 009733 09333  0.9333
£ Dvs 0.0725  0.0869  0.0506  0.0527 * * * *
=
g 09333 09067 009267 09133 | 09000 009600 0.9535  0.9267
T FLDF 0.0913  0.1116 00548  0.0532 *
z 0.9667  0.9200  0.9067  0.9433 | 0.9000 009467  0.9067  0.9567
k-EYK 0.0745  0.0548 00435  0.0325 * * * *
\B 0.9333  0.8933 009267 09233 | 09333 09700 0.9667  0.9533
0.0913  0.1011  0.0641  0.0401 * * * *

Ek 2.
Cizelge 3. 4 Grup durumu i¢in ¢apraz dogru smiflandirma performansi (Correct classification ratio for 4 group cases)

Capraz Dogrulama Yontemi

5-kat Bir birimi hari¢ tutma

Birim Sayis1 n=10 n=25 n=50 n=100 n=10 n=25 n=50 n=100

Onerilen Model 0.9155 0.9590 0.9653 0.9532 0.9250 0.9300 0.9015 0.8975
0.0834  0.0407 0,0250 0.0216 * * * *

= DVS 0.9250 0.9574  0.9567 0.9550 0.8750 0.9400 0.9230 0.9150
B 0.0816  0.0415 0.0290 0.1215 * * * *

S FLDF 0.9330 0.9560 0.9602 0.9472 0.7750 0.9000 0.9180 0.9050
g 0.0812 0.0435 0.0310 0.0243 * * * *

:§D k EVK 0.8675 0.9370  0.9390 0.9460 0.8000 0.9100 0.9205 0.9400
A 0.1002 0.0480 0.0364 0.0197 * * * *

NB 0.9290 10,9690 0.9702 0.9586 0.9000 0.9600 0.9550 0.9600
0.0837 0.0255 0.0259 0.0211 * * * *

Onerilen Model 0.9015 0.9331 0.9600 0.9569 0.9750 0.9600 0.9700 0.9425
0.0989 0.0527  0.0265 0.0235 * * * *

£ DVS 0.9055 0.9679  0.9663 0.9696 0.9500 0.9400 0.9750 0.9500
= 0.1022 0.0371  0.0255 0.0185 * * * *

3 FLDF 0.9425 0.9665 0.9662 0.9738 0.9500 0.9400 0.9750 0.9550
Té 0.0815 0.0394  0.0279 0.0182 * * * *

5 k 0.9303 0.9383 0.9781 0.9690 0.9250 0.9300 0.9900 0.9725
z KR-EYK 0.0877 03426 0.0226 0.0173 * * * *

NB 0.9130 0.9682 0.9610 0.97774 | 0.9500 0.9500 0.9800 0.9625
0.0985 0.0385 0.0308 0.0168 * * * *
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Ek 3.

Cizelge 4. 5 Grup durumu i¢in ¢apraz dogru siiflandirma performansi (Correct classification ratio for 5 group cases)

Capraz Dogrulama Yoéntemi

5-kat Bir birimi hari¢ tutma
Birim Sayisi n=10 n=25 n=50 n=100 n=10 n=25 n=50 n=100
o 0.7726 0.7522 0.7420 0.7698 | 0.7960 0.7648 0.7704 0.7624
Onerilen Model 0.0284 0.0327 0.0121  0.0085
0.7552 0.7728 07820 0.8092 | 0.7640 0.7808 0.7976  0.7924
g Dvs 0.0304 0.0165 0.0133 0.0770
’cg%‘) 0.7982 0.7286 0.7750 0.7892 | 0.7808 0.7584 0.7776  0.7604
g FLDF 0.0277 0.0218 0.0132  0.0073
B0
S 0.7974 0.8609 0.7988 0.8963 | 0.7584 0.8272 0.85552 0.8736
A k-evyk 0.0220 0.0187 0.0116 0.0058
0.8780 0.8803 0.8616 0.9020 | 0.8272 0.8912 0.8872  0.8980
NB 0.0316 0.0187 0.0059 0.0036
. 0.8808 0.9024 0.9497 0.9196 | 0.9120 0.9232 0.9192  0.9060
Onerilen Model 0.0213 0.0710 0.006  0.0035
0.8632 0.9422 0.9712 0.9457 | 0.8800 0.9184 0.9296 0.9124
E Dvs 00200 0.0086 0.0026  0.053
’é” 0.8992 0.9200 0.9488 0.9228 | 0.8960 0.9184 0.9216  0.9112
Té FLDF 0.0184 0.008 0.0018 0.0033
3 0.8852 0.9438 0.9623 0.9256 | 0.9040 0.9264  0.9304  0.9240
K-EYK 0.0144 0.0090 0.0062  0.0049
NB 0.9006 0.9390 0.9672 0.9228 | 0.8960 0.9216  0.9280  0.9180
0.0100 0.0050 0.0026 0.0024

Ek 4.

Cizelge 5. 3 Grup durumu i¢in ¢apraz dogru smiflandirma performansi (Correct classification ratio for 3 group cases)
Capraz Dogrulama Yontemi

5-kat Bir birimi hari¢ tutma
Birim Sayist n=10 n=25 n=50 n=100 | n=10 n=25 n=50 _ n=100
- 0.8667 0.8400 0.7933 0.8233 | 0.7067 0.7893 0.7907  0.8263
Onerilen Model 0745 00365 00723 0.0548
07667 0.8267 0.7667 0.8267 | 0.5800 0.7160 0.7667  0.8363
DVsS 01491 0.0365 0.0667 0.0384
04000 02533 0.3133 0.3467 | 0.3800 0.2853 0.2333  0.3137
FLDF 0.1900 0.1095 0.0506 0.0298
A 0.6667 0.7867 0.7400 0.7933 | 0,6300 0.6787 0.7440  0.7960
< Kevk 01179 0.0989 0.0454 0.0435
> 06330 07333 0.7933 0.7500 | 0.5367 0.6667 0.6913  0.7607
5 NB 01394 0.1054 0.0494 0.0656
- 09233 09596 09672 09819 | 0.8867 009387 09560  0.9573
Onerilen Model
00419 00178 0.0124 0.0059
Vs 07127 09187 09638 0.9847 | 0.8033 0.9160 0.9613  0.9693
0.0698 0.0225 0.0106 0.0065
. 02207 03059 0.3923 0.3387 | 0.1800 0.3147 0.2787  0.3303
00727 00391 0.0177 0.0204
" 07170 0.8704 09453 0.9633 | 0.7533 0.8827 0.9453  0.9000
o -EYK 0.0589 0.0302 0.0145 0.0074
> 06387 0.8495 0.8569 0.9453 | 0.7167 0.7973 0.8767  0.9280
g "B 0.0759 0.0471 00226 0.0101
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Ek 5.

Cizelge 6. 4 Grup durumu i¢in ¢apraz dogru smiflandirma performansi (Correct classification ratio for 4 group cases)
Capraz Dogrulama Yontemi

5-kat Bir birimi hari¢ tutma
Birim Sayisi n=10 n=25 n=50 n=100 n=10 n=25 n=50 n=100
] 0.6000 0.6200 0.7000 0.7175 | 0.7250 0.6700 0.6840  0.6760
Onerilen Model 0.1046 0.0788 0.0771 0.0288
0.4750 05700 0.6700 0.7325 | 0.5300 0.5400 0.6460  0.6560
DVS 0.1630 0.1204 0.1267 0.0420
<
o 0.2750 02300 0.2500 0.2600 | 0.2150 0.1880 0.1710  0.2150
& FLDF 0.1630 0.0975 0.0694 0.0285
[<5)
@ 0.5500 05300 0.7000 0.6975 | 0.6300 0.5660  0.6300  0.6340
k-EYK 0.1677 0.0274 0.0500 0.0185
0.4950 05600 0.6000 0.6925 | 0.5100 0.5020 0.5880  0.6140
NB 0.2054 0.1981 0.1000 0.0979
L 0.8250 0.8600 09200 0.9350 | 0.8038 0.8545 0.8858  0.9565
Onerilen Model 0.1425 0.0822 0.0326 0.0511
0.7000 0.8700 0.9500 0.9475 | 0.6650 0.8430 0.9377  0.9555
. DVS 0.0685 0.1204 0.0177 0.0285
2 0.3500 0.3800 0.2400 0.2250 | 0.2275 0.2030 0.2335  0.1895
s FLDF 0.1630 0.0671 0.0285 0.0360
[«5)
@ 0.7250 0.8500 0.900 0.9300 | 0.6675 0.8140 0.9037  0.9375
K-EYK 0.0559 0.1541 0.0395 0.0326
- 0.6250 0.7300 0.8150 0.7900 | 0.5913 0.6870 0.7435  0.8455
0.1768 0.0837 0.0675 0.0881

Ek 6.

Cizelge 7. 5 Grup durumu i¢in ¢apraz dogru siniflandirma performansi (Correct classification ratio for 5 group cases)
Capraz Dogrulama Yoéntemi

5-kat Bir birimi hari¢ tutma
Birim Sayisi n=10 n=25 n=50 n=100 | n=10 n=25 n=50  n=100
L 0.6400 0.6861 0.6794 0.6592 | 0.6960 0.6296 0.6836 0.6616
Onerilen Model 0.1375 0.0730 0.0592 0.0387
0.4720 0.6107 0.6390 0.6661 | 0.4840 05312 0.6236  0.6460
DVS 0.1449 0.0826 0.0601  0.0404
<
S 0.1310 0.2549 0.2186 0.6082 | 0.1560 0.1584  0.1704  0.1740
& FLDF 0.1695 0.0728 0.0446 0.0314
[<5}
N 0.6120 05813 0.6394 0.6082 | 0.5460 05432 0.5932  0.6192
k-EYK 0.1562 0.0863 0.0525 0.0368
0.2440 0,5691 0.5556 0.5720 | 0.4600 0.4704 0.5320  0.5730
NB 0.1096 0.0930 0.0615 0.0491
. 0.8936 0.9338 0.9512 0.9684 | 0.9360 0.9696 0.9728  0.9748
Onerilen Model 00952 0.0484 0.0278 0.0161
0.6900 0.8462 0.9029 0.9609 | 0.6340 0.8272  0.9404  0.9686
0 DVS 0.1437 0.0728 0.0427 0.0224
S 02132 0.1750 0.2224 0.2455 | 0.1520 0.1560  0.1400  0.1870
g FLDF 0.1103 0.0542 0.0473 0.0321
@ 0.6356 0.7797 0.8766 0.9308 | 0.6260 0.8224 0.9112  0.9466
K-EYK 0.1413 0.0796 0.0413 0.0253
NB 0.5756 0.6040 0.6858 0.7444 | 05220 0.6460 0.7248  0.7832
0.1588 0.1087 0.0873 0.0568
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